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บทคัดย่อ 

 การตรวจจับในระบบอีโก ้เซ ็นทริคว ิช ั ่น (Egocentric Vision) เป ็นหนึ ่งในสาขาของ
คอมพิวเตอร์วิทัศน์ (Computer Vision) ที่มีการพัฒนาวิจัยกันอย่างแพร่หลาย เนื่องจากการพัฒนา
เทคโนโลยีระบบกล้องถ่ายรูปและวิดีโอให้มีขนาดเล็ก ง่ายและสะดวกต่อการใช้งาน จึงมีการน าอุปกรณ์
ดังกล่าวมาติดบริเวณศรีษะหรือหน้าอกเสมือนการบันทึกผ่านการมองเห็นของตัวเอง (First-Person 
Vision) เพื่อศึกษาการใช้มือจับวัตถุต่าง ๆ แต่เนื่องด้วยมือของมนุษย์มีการเปลี่ยนรูปร่างและภาพที่
บันทึกผ่านกล้องมีมุมมองที่แตกต่างกัน ท าให้ยากต่อการตรวจจับท่ามือ อีกทั้งปริ มาณความเข้มแสง
สว่างในสภาพแวดล้อม ท าให้ประสิทธิภาพการตรวจจับและจดจ าท่ามือจับวัตถุลดน้อยลง  

งานวิจัยนี้จึงน าเสนอเทคนิคการเพิ่มประสิทธิภาพการตรวจจับและจดจ าท่ามือจับวัตถุใน
ระบบอีโก้เซ็นทริควิชั ่นในสภาวะความเข้มแสงสว่างต ่า โดยการท างานร่วมกับเทคนิค Adaptive 
Gamma Correction with Weighting Distribution และความต้านทานแบบโค้งงอ (Flex Sensor)  
ในขั้นตอนการปรับปรุงภาพในระบบอีโก้เซ็นทริควิชั่น ได้น าค่าเฉลี่ยแรงดันไฟฟ้าที่เปลี่ยนแปลงของ
ความต้านทานแบบโค้งงอที่ติดไว้ที่นิ้วโป้งขณะจับวัตถุมาก าหนดเป็นน ้าหนักพารามิเตอร์ ในการปรับค่า
แกมมาของภาพ เนื่องด้วยการจัดวางนิ้วโป้งที่มีลักษณะเฉพาะในแต่ละท่ามือจับวัตถุ ท าให้ได้ภาพที่มี
คุณลักษณะเฉพาะหลังจากผ่านขั้นการปรับปรุงภาพที่มีความเข้มแสงสว่างต ่า ส่งต่อให้ในส่วนการ
ตรวจจับและจดจ าท่ามือจับวัตถ ุซึ่งใช้เทคนิคการเรียนรู้เชิงลึกแบบ YOLOv2     

ผลการทดลองพบว่า เทคนิคที่น าเสนอสามารถเพ่ิมประสิทธิภาพในการตรวจจับและจดจ าท่า
มือจับวัตถุในระบบอีโก้เซ็นทริควิชั่นได้เป็นอย่างดี โดยสามารถตรวจจับและจดจ าท่ามือจับวัตถุตาม
ลักษณะรูปทรงต่าง ๆ จ านวน 18 ท่ามือ ไดค้วามถูกต้องสูงสุดร้อยละ 86.28 
 
ค าส าคัญ: ระบบอีโก้เซ็นทริควิชั ่น ท่ามือจับวัตถุ ความต้านทานแบบโค้งงอ การเรียนรู้แบบเชิงลึก   
                การเพ่ิมประสิทธิภาพในสภาวะความเข้มแสงสว่างต ่า 
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ABSTRACT 

 Egocentric recognition is one of the computer vision fields which has been 
studied pervasively.  Due to its development in photography system and a small size 
video that made it simple to utilize, the egocentric camera is attached to the head or 
the chest to record the first-person point of view. The gadget is used to study hand grasp 
type.  However, as human hands can be transformed into shapes through different 
camera angles, detecting the hand grasp type is not easy.  Moreover, an environmental 
light under low illumination conditions makes it difficult to detect the hand grasp type.  

This study addressed the techniques which increased the efficiency of 
egocentric hand grasp type recognition in low light conditions by utilizing the flex sensor 
and image enhancement algorithm with adaptive gamma correction with weighting 
distribution.  In the enhancement stage, the flex sensor was attached to the thumb for 
object manipulation.  The average voltages were used to configure the weighting 
parameter to improve the gamma function in the image enhancement stage.  As the 
thumb placement differed in positions of each grasp on the objects, distinct images were 
made after the enhancement of low light conditions. Moreover, the YOLOv2 of the deep 
learning technique was used for the grasp detection and recognition system.  

The research results showed that the proposed method could significantly 
improve grasp detection and recognition in egocentric vision.  It can detect 18 gestures 
according to different shapes of objects with the highest accuracy of about 86.28%.  
 
Keywords: egocentric vision, hand grasp, flex sensor, image enhancement, deep  

   learning 
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บทท่ี 1 
บทน ำ 

 

1.1 ควำมเป็นมำและควำมส ำคัญของปัญหำ 
 ปัจจุบันงานวิจัยด้านคอมพิวเตอร์วิทัศน์ (Computer Vision) ได้รับความสนใจและมีการ
พัฒนากันอย่างต่อเนื่อง โดยเฉพาะการตรวจจับในระบบอีโก้เซ็นทริควิชั่น (Egocentric Vision) ซึ่งเป็น
อีกหนึ่งสาขาที่มีการการพัฒนาวิจัยกันอย่างแพร่หลาย เนื่องจากการพัฒนาเทคโนโลยีระบบกล้อง
ถ่ายรูปและวิดีโอให้มีขนาดเล็ก ง่ายและสะดวกต่อการใช้งาน จึงมีการน าอุปกรณ์ดังกล่าวมาติดตามตัว
บริเวณศรีษะหรือหน้าอกเสมือนการบันทึกผ่านการมองเห็นของตัวเอง โดยมีหลายหลากรุ่น เช่น 
GoPro, Microsoft Hololens, Google Glass เป็นต้น เพื ่อศึกษาการจับวัตถุต่าง ๆ ในการด าเนิน
ชีวิตประจ าวันเพื่อน าไปประยุกต์ใช้กับเทคโนโลยีหุ่นยนต์และเทคโนโลยีโลกเสมือนในอนาคต โดยข้อดี
ของระบบอีโก้เซ็นทริควิชั่นเมื่อเทียบกับการที่ถ่ายภาพทั่วไป มีหลากหลายประการ เช่น การบันทึกภาพ
เป็นสิ่งที่อยู่ตรงหน้าเป็นต าแหน่งคงที่เสมอ กล้องเคลื่อนที่เกิดขึ้นจากกิจกรรมและความสนใจของผู้สวม
ใส่ มือและวัตถุที่ถูกจัดการมักจะปรากฏที่ศูนย์กลางของภาพ การบิดเบี้ยวของภาพมือลดลง เป็นต้น 
การตรวจจับและจดจ าท่ามือจับวัตถุของมนุษย์เป็นงานที่ค่อนข้างยากมีข้อจ ากัด เนื่องจากมือมีการ
เปลี่ยนแปลงรูปร่างภายใต้มุมมองของปริภูมิและช่วงเวลาที่แตกต่างออกไป ตัวแปรส าคัญอีกสิ่งหนึ่ง คือ 
ปริมาณความเข้มแสงสว่างในสิ่งแวดล้อมที่ต ่าส่งผลท าให้ประสิทธิภาพการตรวจจับและจดจ าท่ามือจับ
วัตถทุีล่ดลง ท าให้ระบบการตรวจจับและจดจ าไม่สามารถจ าแนกท่ามือจับที่มีการจัดเรียงนิ้วมือลักษณะ
ใกล้เคียงกันได ้
 ในงานวิจัยนี้จึงน าเสนอเทคนิคที่สามารถเพิ่มประสิทธิภาพการตรวจจับและจดจ าท่ามือจับ
วัตถุในระบบอีโก้เซ็นทริควิชั่นในสภาวะความเข้มแสงสว่างต ่า โดยการท างานร่วมกันระหว่างเทคนิคการ
ปรับปรุงภาพกับความต้านทานแบบโค้งงอ (Flex Sensor) โดยใช้การตรวจจับและจดจ าด้วยเทคนิคการ
เรียนรู้แบบเชิงลึก (Deep Learning) เนื่องจากการใช้มือจับวัตถุของมนุษย์มีการจัดวางนิ ้วโป้งที่มี
ลักษณะเฉพาะในแต่ละท่ามือจับวัตถุ จึงน าคุณสมบัติดังกล่าวใช้เป็นพารามิเตอร์ในการก าหนดน ้าหนัก
การปรับปรุงภาพ โดยการค านวณค่าเฉลี่ยแรงดันไฟฟ้าที่เปลี่ยนแปลงของความต้านทานแบบโค้งงอที่ติด
บนนิ ้วโป้งขณะจับวัตถุ ท าให้มีคุณลักษณะเฉพาะในแต่ละภาพของท่ามือจับวัตถุและช่วยเพ่ิม
ประสิทธิภาพการตรวจจับและจดจ าท่ามือจับวัตถขุองเทคนิคการเรียนรู้แบบเชิงลึก  
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1.2 วัตถุประสงค์กำรวิจัย 
   ศึกษาการตรวจจับและจดจ าท่ามือจับวัตถุแบบต่าง ๆ ตามลักษณะรูปทรงของวัตถุในระบบ
อีโก้เซ็นทริควิชั่นที่ใช้ในชีวิตประจ าวัน โดยใช้เทคนิคการประมวลผลภาพร่วมกับการเรียนรู้เชิงลึก เพ่ือ
พัฒนาเทคนิคใหม่ในการเพ่ิมประสิทธิภาพการตรวจจับและจดจ าท่ามือจับวัตถุที่อยู่ในสภาพแวดล้อมที่มี
ความเข้มแสงสว่างต ่า 
 
1.3 ขอบเขตของกำรวิจัย 
        1.3.1 ใช้เทคนิคการประมวลผลภาพควบคู่กับเทคนิคการเรียนรู้เชิงลึก เพ่ือใช้ในการตรวจจับและ
จดจ าท่ามือจับวัตถ ุ
        1.3.2 สามารถตรวจจับท่ามือจับวัตถุในรูปแบบต่าง ๆ ตามลักษณะรูปทรงของวัตถุได้อย่างน้อย 
15 ท่ามือจับวัตถ ุ
        1.3.3 สามารถจดจ าท่ามือจับวัตถุตามลักษณะรูปทรงต่าง ๆ ได้อย่างน้อยร้อยละ 60 
 
1.4 ขั้นตอนกำรวิจัย 
        1.4.1 ศึกษาการใช้มือจับวัตถุรูปแบบต่าง ๆ ในระบบอีโก้เซ็นทริควิชั ่น เครื ่องมือทางการ
ประมวลผลภาพ หลักการท างานของความต้านทานแบบโค้งงอ เทคนิคการเรียนรู้แบบเชิงลึกและ
รวบรวมวรรณกรรมท่ีเกี่ยวข้อง 
        1.4.2 ออกแบบวงจรความต้านทานแบบโค้งงอและการเก็บรวบรวมสัญญาณไฟฟ้าจากการใช้มือ
จับวัตถรุูปแบบต่าง ๆ 
        1.4.3 ออกแบบระบบการเก็บรวบรวมฐานข้อมูลภาพมือจับวัตถุ การประมวลผลภาพและ
โปรแกรมการประมวลผลการเรียนรู้แบบเชิงลึก 
        1.4.4 วิเคราะห์ผลการทดลองเบื้องต้น 
        1.4.5 สร้างอัลกอริทึมในการเพิ่มประสิทธิภาพการตรวจจับและจดจ าท่ามือจับวัตถุ 
        1.4.6 ทดสอบและปรับปรุงอัลกอริทึมในการเพ่ิมประสิทธิการท างาน 
        1.4.7 วิเคราะห์และสรุปผลการทดสอบ 
        1.4.7 จัดท ารูปเล่มดุษฎีนิพนธ์ 
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1.5 ประโยชน์ที่คำดว่ำจะได้รับ 
        1.5.1 เพ่ือเป็นข้อมูลในการศึกษาท่ามือจับวัตถุในระบบอีโก้เซ็นทริควิชั่น 
        1.5.2 เพ่ือเป็นแนวทางในการออกแบบและการใช้งานความต้านทานแบบโค้งงอ 
        1.5.3 เพ่ือเป็นแนวทางในการออกแบบและการใช้งานเทคนิคการเรียนรู้แบบเชิงลึก 
        1.5.4 เพ่ือเป็นแนวทางในการพัฒนาอัลกอริทึมส าหรับเพ่ิมประสิทธิภาพการตรวจจับและจดจ า
ท่ามือจับวัตถุในสภาวะความเข้มแสงสว่างต ่า 
        1.5.5 เพ่ือพัฒนาเทคโนโลยีไปสู่การใช้งานในระบบการมองเห็นแบบเสมือนจริงและระบบการจับ
ของมือหุ่นยนต์ในอนาคต 
  



บทท่ี 2 
ทฤษฎีและงานวิจัยที่เกีย่วข้อง 

  
 ในบทนี้จะกล่าวถึงหลักการและทฤษฎีที่ใช้ในการท าดุษฎีนิพนธ์ โดยเนื้อหาจะประกอบด้วย 
ท่ามือจับวัตถุท่ีใช้ในชีวิตประจ าวัน ลักษณะรูปทรงของวัตถุ ระบบกล้องอีโก้เซ็นทริควิชั่น ความต้านทาน
แบบโค้งงอ เครื่องมือทางการประมวลผลภาพ เทคนิคการเรียนรู้แบบเชิงลึกและในหัวข้อสุดท้ายจะเป็น
งานวิจัยที่เกี่ยวข้อง 
 

2.1 ท่ามือจับวัตถุ 
 มือเป็นอวัยวะของมนุษย์ที่มีความส าคัญอย่างมากในการด ารงชีวิต ซึ่งท าให้เราสามารถ
โต้ตอบกับสิ่งของและสิ่งแวดล้อม สื่อสารกับผู้อื่น และด าเนินกิจกรรมในชีวิตประจ าวัน เช่น การกิน การ
อาบน ้า และการแต่งตัว เป็นต้น การศึกษารู้ความหมายและข้อจ ากัดที่เกี่ยวข้องในการจับวัตถุแต่ละครั้ง
และการรู้รูปแบบการใช้งานทั่วไปเป็นสิ่งส าคัญ ซึ่งสามารถมาใช้ในการพัฒนาหลายด้านตั้งแต่การแพทย์ 
ระบบกลไกหุ่นยนต์ ระบบโลกเสมือนจริง การออกแบบผลิตภัณฑ์และอ่ืนอีกมากมาย มนุษย์ปฏิสัมพันธ์
กับคอมพิวเตอร์ในส่วนติดต่อประสานกับผู้ใช้ทั่วไป โดยเฉพาะการใช้มือในการโต้ตอบกับเทคโนโลยีที่ใช้
ในชีวิตประจ าวัน ในเรื่องการออกแบบระบบปฏิสัมพันธ์ ไม่ใช่แค่สิ่งส าคัญที่ต้องเข้าใจท่าทางจับของมือ
ระหว่างการใช้งานปกติ แต่ต้องรู้ว่าท่าทางมือนั้นเป็นอย่างไรเพื่อปรับตามความต้องการของงานด้วย 
เนื่องด้วยความซับซ้อนและความหลากหลายของการใช้มือของมนุษย์ท าให้การจัดหมวดหมู่และการ
จ าแนกประเภทของท่ามือที่มีความท้าทาย ซึ่งมือมนุษย์มือมีทังหมด 15 ข้อนิ้ว ส่งผลให้มีจุดหมุนอิสระ
มากกว่า 20 ระดับ เพราะเหตุนี้การสร้างแบบจ าลองรูปร่างมือโดยตรงนั้นยากและต้องมีการระบุ
พารามิเตอร์จ านวนมาก อย่างไรก็ตาม การรวมกันของวิธีที่มือโต้ตอบกับวัตถุท่ีจับนั้นมักจะถูกจ ากัดและ
อาจแบ่งออกเป็นคลาสย่อย ที่เรียกว่า ประเภทของการจับซึ่งมักใช้เพื่ออธิบายการใช้มือและมีการเสนอ
การจ าแนกประเภทการจับที ่แตกต่างกันมากมายในหลายสาขาวิชาการ ตั ้งแต่วิทยาการหุ ่นยนต์ 
การแพทย์ และชีวกลศาสตร์ เป็นต้น โดยการเคลื่อนไหวและการท างานของมือไม่ได้เป็นเพียงของระดับ
จุดหมุนอิสระภายในของมือเท่านั้น แต่ยังรวมถึงการเคลื่อนไหวของร่างกายและแขนตลอดจนการสัมผัส
กับสิ่งแวดล้อมรอบๆ การเคลื่อนไหวของมือมนุษย์ที่พยายามจับวัตถุนั้น มีการจ าแนกประเภทฟังก์ชั่น
ของมือในจัดการยึดเหนี่ยวกับวัตถุอยู่ในความสัมพันธ์คงที่กับมือ โดยไม่มีการเคลื่อนไหวของมือ การจับ
แต่ละครั้งสามารถจ าแนกได้ตามความต้องการของความแม่นย าหรือก าลังของผู้จับวัตถุ [1] [2] ในการ
จับแบบก าลัง (Power) มีความสัมพันธ์ที่แนบแน่นระหว่างวัตถุกับมือ ซึ่งหมายความว่า การเคลื่อนที่
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ทั้งหมดของจัดการวัตถุด้วยมือต้องถูกกระตุ้นส่งแรงด้วยแขนของผู้จับ ส่วนส าหรับการจัดการแบบ
แม่นย า (Precision) มือที่ใช้จับวัตถสุามารถจัดการวัตถุโดยไม่ต้องขยับแขนเพ่ือส่งแรงออกไป สิ่งเหล่านี้
เป็นความเข้าใจที่วัตถุอยู่ในความสัมพันธ์คงที่กับมือที่ใช้จับวัตถุ โดยวัตถุแต่ละแบบจะมีการจัดการวตัถุ
ด้วยการจับแบบความแม่นย าหรือก าลังก็ขึ้นอยู่กับรูปทรงและการน าไปใช้งานของวัตถุนั้น ดังตัวอย่าง
การจับวัตถุในรูปที่ 2.1 

Prismatic Round Flat

Po
we

r
Pr

ec
isi

on

Large Wrap Large Wrap Index Finger
Extension

Power
Sphere Extension Type

Writing Tripod Thumb-n
Finger

Precision
Sphere

Lateral Pinch

 
รูปที่ 2.1  ตัวอย่างท่ามือจับแบบก าลังและแม่นย า [2] 
 
 การศึกษาจับวัตถุด้วยมือเป็นสิ่งจ าเป็นส าหรับเทคโนโลยีการสร้างมือจับหุ่นยนต์และการ
สร้างเทคโนโลยีโลกเสมือนจริงที่สามารถโต้ตอบและปรับเปลี่ยนความเหมาะสมได้ตามสภาพแวดล้อม
ของมันได้ การศึกษาเกี่ยวกับการจับวัตถุของมนุษย์มีเป็นจ านวนมากและรวมทั้งการวิจัยเกี่ยวกับหุ่นยนต์
โดยท างานภายใต้การตรวจจับความเคลื่อนไหวของมือ ในการศึกษาเหล่านี้มีจุดสนใจ คือรูปร่างมือและ
หน้าสัมผัสระหว่างมือกับวัตถุ ซึ่งศึกษาเกี่ยวข้องกับพฤติกรรมของมือและวัตถุสามารถโต้ตอบกันได้
อย่างไร การเคลื่อนไหวและฟังก์ชั่นของมือไม่เพียงแต่เป็นผลมาจากองศาอิสระของมือ แต่ยังรวมถึงการ
เคลื่อนไหวของร่างกายและแขนเช่นเดียว การสัมผัสนั้นสร้างความเข้าใจเกี่ยวกับการเคลื่อนไหวของมือ
มนุษย์ที่พยายามจับองค์ประกอบของวัตถุเหล่านั้น ภายในหมวดหมู่ที่กว้างของการจับวัตถุ การใช้มือจับ
วัตถุของมนุษย์เป็นการใช้นิ้วมือและฝ่ามือสัมผัสกับต าแหน่งต่าง  
ๆ ของวัตถุเพื่อให้สามารถจัดการกับวัตถุนั้นได้ ซึ่งการจัดวางต าแหน่งนิ้วมือต้องขึ้นอยู่กับลักษณะรูปทรง
ของวัตถุนั้นด้วย การแบ่งประเภทของการใช้มือจับเป็นสิ่งส าคัญส าหรับการท าความเข้าใจการจัดการ
วัตถุด้วยมือ เนื่องจากมีลักษณะวิธีการใช้นิ้วมือและฝ่ามือจับวัตถุแตกต่างกันไปในระหว่างการจัดการกับ
วัตถ ุโดยการใช้มอืจับแต่ละแบบอยู่ที่จะจัดการวัตถุนั้นด้วยท่ามือแบบความแม่นย าหรือก าลังก็ขึ้นอยู่กับ
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รูปทรงและการน าไปใช้งานของวัตถุนั้น งานวิจัยนี้ได้น ารูปแบบท่ามือจับวัตถุที่ใช้ในชีวิตประจ าวัน [3] 
[4] มาใช้ตรวจหาและจดจ าลักษณะท่ามือจับในระบบอีโก้เซ็นทริควิชั่นโดยมีรูปแบบท่ามือจับจ านวน 18 
ท่ามือ ดังในรูปที่ 2.2 

Large Diameter Medium Wrap Small Diameter Fixed Hook

Index Finger Extension Thumb Index Finger Thumb 2 Finger Writing Tripod

Tip Pinch Power Sphere Power Disk Tripod

Lateral Tripod Parallel Extension

Extension Type Precision Disk

Literal Pinch Ring

  
รูปที่ 2.2  ท่ามือจับวัตถุจ านวน 18 ท่ามือ ที่ใช้ทดลองในระบบอีโก้เซ็นทริควิชั่น 
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2.2 ลักษณะรูปทรงของวัตถุ 
 รูปทรงของวัตถุที่ถูกจับหรือจัดการด้วยมือนั้น การท าความเข้าใจกระบวนการดังกล่าวมี
ความส าคัญมากในการศึกษา เนื่องจากมันบ่งบอกถึงการเคลื่อนไหวของมือที่เป็นไปได้ในการโต้ตอบ
ระหว่างมือกับวัตถุที่จะจับ โดยวัตถุมักจะถูกจัดการได้หลายวิธี วิธีจัดการแต่ละวิธีก็อาจแตกต่างกันตาม
ขนาด น ้าหนักและวัตถุประสงค์การจับ วัตถุสามารถมีต าแหน่งที่จับได้หลายต าแหน่งและมนุษย์จะเลือก
ต าแหน่งที่ยึดตามการใช้งานและตัวแปรอื่นๆ ตัวอย่างเช่น กรณีแก้วมีหูจับ มีต าแหน่งจับที่แตกต่างกัน
อย่างน้อย 3 ต าแหน่ง คือ ด้านข้าง (รูปทรงกระบอก), ด้านบน (รูปร่างดิสก์) และด้ามจับ (รูปทรงโค้ง
มน) ถึงแม้ว่ามันอาจจะดูแปลกที่จะแยกวัตถุโดยการจับจากต าแหน่ง โดยวัตถุส่วนใหญ่มีชุดเรขาคณติที่
มักเกี่ยวข้องกับการจับของมือ โดยเฉพาะอย่างยิ่งส าหรับวัตถุที่ออกแบบมาเพื่อปฏิสัมพันธ์ของมนุษย์ 
ดังนั้นจะมองเฉพาะที่เรขาคณิตของวัตถุโดยรวมและส่วนเรขาคณิตของวัตถุส าหรับพฤติกรรมการจับ
ของมนุษย์ [5] นอกจากนั้นการจับวัตถุของมนุษย์จะค านึงถึงน ้าหนัก รูปร่างและขนาดที่จะน ามา
พิจารณาในการจับ จากที่กล่าวมาแล้วนั้น วัตถุหนึ่งชิ้นสามารถมีต าแหน่งที่จับได้ตามธรรมชาติหลาย
ต าแหน่งขึ้นอยู่กับวัตถุประสงค์ของงานและตัวแปรอ่ืนๆ มนุษย์เลือกหนึ่งต าแหน่งจับเพ่ือจัดการกับวัตถุ 
ตัวแปรเดียวในระดับวัตถุคือ น ้าหนักของวัตถุ ส่วนตัวแปรอื่นๆ ขึ้นอยู่กับแต่ละต าแหน่งการจับ เมื่อ
พิจารณาการจับวัตถุตามลักษณะรูปทรงดังรูปที่ 2.3 
 

 
รูปที่ 2.3  การจับวัตถุในต าแหน่ง a, b และ c  ตามลักษณะรูปทรงของวัตถุ [6] 
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 ตามรูปที่ 2.3 แกนของวัตถุแทนด้วย a, b และ c โดยที่ a เป็นขนาดของมิติวัตถุที่ยาวที่สุด
และ c จะอยู่ตามแนวที่สั ้นที่สุด (a ≥ b ≥ c) ซึ่งเป็นความยาวของวัตถุในสามมิติ โดยสามารถแบ่ง
ลักษณะรูปทรงของวัตถุที่แตกต่างกันเป็นจ านวน 4 รูปทรง คือ Prismatic, Round, Flat และ Thin ดัง
ตารางที่ 2.1 และรูปที่ 2.4 ซึ่งวัตถุหนึ่งชิ้นอาจมีได้หลายแบบของรูปทรงเรขาคณิตและหลายวิธีในการ
จัดการขึ้นกับวัตถุประสงค์ในการใช้งานวัตถุนั้น ตัวอย่างเช่น การจับวัตถุรูปร่างของขวดที่มีความยาว
และรูปร่างหนาบ่งบอกถึงการจับเคลื่อนที่โดยการถือ  แต่ในขณะที่ฝาขวดที่มีขนาดเล็กและกลมการจับ
เคลื่อนที่โดยการบิดหมุน ในขณะที่วัตถุสามารถประเมินได้โดยคุณสมบัติที่หลากหลาย เช่น รูปร่าง , 
น ้าหนัก, ความเรียบของพ้ืนผิว เป็นต้น  ซึ่งงานวิจัยนี้เน้นเฉพาะลักษณะที่เก่ียวข้องกับการจับเท่านั้น  
 
ตารางท่ี 2.1  การจ าแนกลักษณะรูปทรงของวัตถุที่ใช้มือจับ [2] 

ล าดับ ลักษณะรูปทรง ขนาดมิติของวัตถุ 

1 Prismatic  a > 2b 

2 Round  b≤ a < 2b, c≤ a < 2c 

3 Flat b>2c 

4 Thin  b>>c 
 
 

Prismatic Round Flat Thin
  

รูปที่ 2.4 ตัวอย่างลักษณะรูปทรงตามขนาดมิติของวัตถุ 
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   ก าหนดให้ด้านที่จับได้เป็นส่วนหนึ่งของวัตถุที่อยู่ระหว่างนิ้วมือเมื่อจับ โดยอ้างถึงแกนวัตถุที่
ก าหนดไว้ก่อนหน้านี้ในต าแหน่ง a, b และ c เพื่อพิจารณาว่าแกนใดสามารถก าหนดได้ดีที่สุดของการ
เปิดมือส าหรับจับดังรูปที่ 2.3 แสดงให้เห็นตัวอย่างการจับวัตถุโดยรูปทางซ้ายวัตถุถูกจับในด้านที่สั้น
ที่สุด ดังนั้นด้านที่จับได้ส าหรับวัตถุจ านวนโดยมากจะมีมากกว่าหนึ่งด้านที่ก าหนดการเปิดมือในการจับ
วัตถุ   อย่างไรก็ตาม งานวิจัยนี้ใช้วัตถุที่สามารถจัดการได้ง่ายในการจับด้วยมือเพื่อใช้ทดสอบการ
ตรวจจับและรู้จ าประเภทท่ามือจับที่ปรากฏในระบบอีโก้เซ็นทริควิชั่น  
   

2.3 ระบบกล้องอีโก้เซ็นทริควิชั่น 
 ระบบอีโก้เซ็นทริควิชั ่นหรือสามารถเรียกอีกอย่างว่า First-Person Vision (FPV) [7] [8]  
เป็นสาขาหนึ่งของคอมพิวเตอร์วิทัศน์ ซึ่งเกี่ยวข้องกับการวิเคราะห์ภาพและวิดีโอที่ถ่ายโดยกล้องที่สวม
ใส่ได้ ซึ่งโดยทั่วไปแล้วจะสวมใส่ที่ศีรษะหรือบนหน้าอก โดยให้ภาพที่ใกล้เคียงกับระยะการมองเห็นของ
ผู้สวมใส่กล้อง ดังนั้นข้อมูลภาพจะบันทึกส่วนของฉากที่ผู้ใช้มุ่งเน้นเพื่อท างานด้วยมือและเสนอมุมมอง
เพ่ือท าความเข้าใจกิจกรรมของผู้ใช้และบริบทของพวกเขาในสภาพแวดล้อมทั่วไป กล้องที่สวมใส่จะมอง
ไปข้างหน้า ซ่ึงมักจะสัมพันธ์กับภาพที่มองด้วยดวงตาของผู้ใช้ ซึ่งเป็นประโยชน์ให้เข้าใจถึงกิจกรรมและ
ความตั้งใจของผู้ใช้ได้ดีขึ้น  โดยเริ่มมีงานวิจัยเกี่ยวกับระบบอีโก้เซ็นทริควิชั่นที่ตีพิมพ์ตั้งแต่ปี ค.ศ 1997 
[24] แต่ได้ความนิยมมากขึ้นหลังจากปี ค.ศ. 2012 ด้วยการเกิดขึ้นของแว่นตาอัจฉริยะและกล้องแอคชั่น
แคม เช่น Google Glass and GoPro cameras เป็นต้น ดังตัวอย่างในรูปที่ 2.5 
 

Torso mounted 
cameras

glass mounted  
cameras

head-mounted 
cameras

 
รูปที่ 2.5 ตัวอย่างกล้องอีโก้เซ็นทริควิชั่นที่มีขายในเชิงพานิชย์ [9] 
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ภาพที่บันทึกด้วยกล้องในระบบอีโก้เซ็นทริควิชั่นมีข้อดีหลายประการเมื่อเปรียบเทียบกับภาพ
ที่บันทึกด้วยกล้องในการถ่ายทั ่วไป โดยปกติแล้วต าแหน่งกล้องจะอยู ่คงที ่และไม่ขึ ้นต่อผู้สวมใส่ 
ตัวอย่างเช่น สิ่งบันทึกภาพคือสิ่งที่อยู่ต่อหน้าผู้สวมใส่ กล้องการเคลื่อนไหวเกิดขึ้นจากกิจกรรมและ
ความสนใจของผู้สวมใส่กล้องและวัตถุที่ถูกมือจัดการมักจะปรากฏที่ศูนย์กลางของภาพ ซึ่งลดการบิด
เบี้ยวของภาพมือ  อย่างไรก็ตาม เมื่อท างานใน FPV นักวิจัยต้องยังเจอปัญหาส าคัญคือกล้องไม่นิ่ง
เนื่องจากเคลื่อนที่ไปกับตัวผู้สวมใส่ ท าให้เคลื่อนไหวเร็วและกะทันหันการเปลี่ยนแปลงความเข้มแสง
สว่าง ซึ่งจะลดคุณภาพของภาพได้อย่างมาก ท าให้ยากต่อการแยกแยะมือและวัตถุที่สนใจจากพื้นหลัง 
(Background) เนื่องด้วยความก้าวหน้าของเทคโนโลยีกล้องทีส่วมใส่ได้ในช่วงไม่ก่ีปีที่ผ่านมา ท าให้กล้อง
ชนิดนี้ได้รับความนิยมมากขึ้นโดยตัวอย่างกล้องที่มีขายในเชิงพานิชย์ดังในรูปที่ 2.5 อุปกรณก์ล้องสวมใส่
ที่มีอยู่ในปัจจุบันมีขนาดเล็กและน ้าหนักเบา เหล่านี้ช่วยให้สามารถบันทึกภาพที่มีคุณภาพสูงในแบบ
แฮนด์ฟรีได ้กล้องสวมใส่ได้แบบ GoPro และ Looxcie ซึ่งมีอัตราเฟรมค่อนข้างสูงตั้งแต่ 25 ถึง 60 fps 
ส่วนใหญ่จะใช้ส าหรับบันทึกกิจกรรมผู้ใช้ได้ไม่กี่ชั่วโมง แต่ถ้าเป็นกล้องสวมใส่ได้แบบ Narrative Clip 
และ SenseCam ที่จับภาพเพียง 2 หรือ 3 fpm ซึ่งส่วนใหญ่จะใช้ส าหรับการบันทึกภาพในเวลาที่นาน
ขึ้นหรือทั้งวัน โดยปกติในแต่ละวันแล้วจะมีการบันทึกภาพถึง 2,000 ภาพ นั่นคือมากถึง 60,000 ต่อ
เดือน ซึ่งการเปลี่ยนแปลงความเข้มแสงสว่างในแต่ละช่วงเวลาจะลดคุณภาพของภาพได้ ท าให้ยากต่อ
การจ าแนกมือและวัตถุที่สนใจจากพื้นหลัง ตัวอย่างการสวมใส่กล้องในระบบอีโก้เซ็นทริควิชั่นเพื่อน า
ภาพจากกล้องท่ีติดกับตัวไปใช้งานวิเคราะห์ปัญหาเสมือนการมองเห็นเช่นเดียวกับผู้สวมใส่ดังรูปที่ 2.6 

 
รูปที่ 2.6 ตัวอย่างการสวมใส่กล้องในระบบอีโก้เซ็นทริควิชั่น [10] 
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2.4 ความต้านทานแบบโค้งงอ 
 อุปกรณ์ความต้านทานแบบโค้งงอเป็นเซนเซอร์ที่วัดปริมาณการโก่งตัวหรือโค้งงอ โดยปกติ
เซนเซอร์จะติดอยู่กับพื้นผิวและความต้านทานขององค์ประกอบเซนเซอร์จะแปรผันตามการดัดของ
พื้นผิว ซึ่งความต้านทานเป็นสัดส่วนโดยตรงกับปริมาณการโค้งงอมีลักษณะดังรูปที่  2.7 โดยโครงสร้าง
เป็นหมึกพิมพ์ที่น าไฟฟ้าถูกพิมพ์อยู่บนแผ่นฉนวนรองรับ (Substrate) แบบยืดหยุ่น ผงหมึกพิมพ์มี
คุณสมบัติน าไฟฟ้า กระบวนการพิมพ์ท าให้ผงหมึกมีการรวมตัวกันอย่างหลวมๆ ในขณะแผ่นเซนเซอร์อยู่
ในแนวราบปกติจึงมีค่าความต้านทานที่ปลายทั้ง 2 ข้าง ประมาณ 25kΩ [11]    

Phenolic resin substrate

Segmented Conductor

Conductive ink

Top

Bottom

Contruction 2.2" Flex Sensor

 
รูปที่ 2.7 โครงสร้างส่วนประกอบของความต้านทานแบบโค้งงอ [12] 
 

เมื่อมีการโก่งตัวของเซนเซอร์ความยาวของเซนเซอร์จะเพ่ิมขึ้นผงหมึกที่รวมตัวอยู่จะกระจาย
ตัวออกซึ่งจะท าให้ระยะห่างของผงหมึกมากขึ้น คุณสมบัติการน าไฟฟ้าจึงลดลง ท าให้ค่าความต้านทาน
เพ่ิมข้ึน โดยค่าความต้านทานจะแปรเปลี่ยนไปตามมุมที่เกิดการโก่งตัวดังรูปที่ 2.8 ซ่ึงมีค่าความต้านทาน
เป็นดังสมการที ่2.1-2.3 

               = 0 ° → 𝑅𝑠 ≈ 25𝑘Ω                                          (2.1)
   = 45 ° → 25𝑘Ω < 𝑅𝑠 ≪ 125𝑘Ω                      (2.2) 

 = 90 ° → 25𝑘Ω ≪ 𝑅𝑠 < 125𝑘Ω                           (2.3) 

       ที่มุม 45° ความต้านทานนี้จะอยู่ที่ประมาณ 75 kΩ ที่มุม 90° ความต้านทานนี้จะอยู่ที่ประมาณ 
125 kΩ เมื่อเซนเซอร์ถูกปรับให้อยู่ในแนวราบอีกครั้ง ความต้านทานจะกลับสู่ค่าเดิม ดังนั้นเราจึง
สามารถวัดมุมงอได้โดยดูจากค่าความต้านทานที่เกิดขึ้น ในทางทฤษฎี ค่าของ  𝑅𝑠 (kΩ) สัมพันธ์กับมุม
ดังนี้ 
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𝑅𝑠 = 100 ∙  
𝜃

180
 +  25.                                 (2.4) 

 

Flat 

45° Bend 

90° Bend 

     
รูปที่ 2.8 การโก่งตัวและมุมการโก่งตัวของความต้านทานแบบโค้งงอ [12] 
 

2.5 เครื่องมือทางการประมวลผลภาพ 
 การประมวลผลภาพ (Image processing) เป็นวิธีการที่นิยมใช้ในการตรวจจับและจดจ าวัตถุ
ต่าง ๆ โดยเฉพาะในงานคอมพิวเตอร์วิทัศน์ที่ใช้ในระบบอีโก้เซ็นทริควิชั่น การประมวลผลภาพเป็นการ
น าภาพมาประมวลผลหรือคิดค านวณด้วยคอมพิวเตอร์เพ่ือให้ได้ข้อมูลที่ต้องการ โดยมีวิธีการที่ใช้กันอยู่
มีหลายรูปแบบมาก อย่างไรก็ตามในหัวข้อนี้จะน าเสนอเทคโนโลยีที่ใช้หรือเกี่ยวข้องกับงานวิจัยนี้เท่านั้น 
โดยเน้นในเรื่องการปรับปรุงคุณภาพของรูปภาพ (Image Enhancement) ซึ่งเป็นกระบวนการแปลง
ข้อมูลภาพที่เป็นตัวเลข เพื่อที่จะสร้างภาพที่เน้นรายละเอียดหรือปรับโทนแสงของภาพที่ต้องการ โดย
อาจจะต้องพิจารณาใช้เทคนิคปรับปรุงภาพหลายเทคนิคและน ามาประมวลผลเพื่อให้ได้ภาพที่ต้อ งการ 
ซ่ึงแต่ละเทคนิคจะมีการปรบัปรุงภาพในแง่มุมท่ีแตกต่างกัน ในงานวิจัยนี้จะใช้การปรับปรุงภาพจากการ
ปรับค่าแกมมาเพ่ือชดเชยแสงสว่าง ซึ่งมีงานวิจัยและมีการน าไปประยุกต์ใช้อย่างกว้างขวาง [13] [14] 

2.5.1 ค่าแกมมาของภาพ  
 ค่าแกมมา (Gamma) คือ ค่าความสัมพันธ์ระหว่างค่าตัวเลขในพิกเซล (Pixel ) ของภาพและ
ค่าความแสงสว่าง (luminance) ตามความเป็นจริงของภาพที่ได้จากเซนเซอร์รับภาพของกล้อง ถ้าไม่มี
ค่าแกมมา เฉดสีที่ถูกเซนเซอร์กล้องดิจิตอลบันทึกไว้ได้จะเห็นไม่ตรงกับที่ตามนุษย์หรือในจอมอนิเตอร์
แสดงผล เราจึงต้องมีระบบที่เรียกว่า  แกมมาคอลเรคชัน  (Gamma correction) โดยการท างานของ
เซนเซอร์กล้องดิจิตอล เมื่อมีจ านวนแสงโปรตอนกระทบ image sensor ที ่2 เท่า กล้องได้รับข้อมูลเป็น 
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2 เท่าเช่นกัน (ความสัมพันธ์แบบ Linear) แต่ตาของมนุษย์ไม่ได้ท างานแบบเดียวกัน ซึ่งสายตามนุษย์
รับรู้แสงเพียงส่วนหนึ่งเท่านั้น และปรับตามความสว่างเพ่ิมตามความเข้มแสงของแสงนั้น (ความสัมพันธ์
แบบ  Nonlinear) ดังกราฟในรูปที่ 2.9 ยกตัวอย่างเช่น ที่ 50% หรือสีเทา สายตาของมนุษย์จะเห็นแสง
ได้มืดกว่ากล้องถ่ายรูปอย่างเห็นได้ชัด เมื่อเทียบกันแล้วตามนุษย์อ่อนไหวต่อแสงในส่วนโทนที่มืดได้
มากกว่า จากเหตุผลในข้อนี้ท าให้ทัศนวิสัยในการมองของเราจะมีช่วงรับแสงที่กว้างกว่า ไม่อย่างนั้น
ความสว่างในที่โล่งแจ้งจะมากเกินกว่าสายตาจะรับได ้  

สีที่ตาเห็น

สีต้นแบบ

  
รูปที่ 2.9 ตัวอย่างความเข้มแสงที ่50% ทีเ่ซนเซอร์ของกล้องดิจิตอลจับได้จากสีจริง [15] 

 
ดังที่กล่าวมาแล้วค่าแกมมาเป็นการแปรค่าระหว่างการรับแสงที่ตามนุษย์เห็นกับภาพจาก

เซนเซอร์ของกล้องดิจิตอล  เมื่อภาพจากกล้องดิจิตอลถูกบันทึกข้อมูลเก็บไว้ หรือเรียกว่า Gamma 
encode ซึ่งนั่นจะท าให้ค่าที่ได้ใกล้เคียงกับสิ่งที่เห็นจากจอแสดงผล เนื่องจากระบบการมองเห็นหรือ
การตอบสนองต่อความเข้มแสงของมนุษย์นั้นไม่เป็นเชิงเส้น กล่าวคือ มนุษย์มองเห็นส่วนมืดสว่างกว่า
ความเป็นจริง แต่ Image sensor ตอบสนองต่อความเข้มแสงเป็นเชิงเส้น ยกตัวอย่างเช่น สีขาว มีค่า
ความเข้มแสง 100 หน่วย กับสีเทามีความเข้มแสง 50 หน่วย สีเทาที่มนุษย์เห็นจะไม่ใช่สีเทากลางหรือ
จะมองสีเทานั้นมีความเข้มแสงหรือสว่างมากกว่าครึ่งหนึ่งของสีขาว สมมุติในสถานะการณ์เดียวกัน หาก
มีสีเทาที่มีความเข้มแสง 25 หน่วย มนุษย์จะรับรู้หรือมองเห็นสีเทานี้ว่าสว่างเป็นครึ่งหนึ่งของสีขาวหรือ
เห็นเป็นสีเทากลางเช่นเดียวกับฟิล์มกรองแสงที่ยอมให้แสงผ่าน 50% เมื่อมนุษย์มองผ่านฟิล์มดังกล่าว
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จะรับรู้ว่ามันไม่ได้ท าให้มืดลงครึ่งนึง แต่จะรู้สึกว่ามันมืดลงเพียง 30% ในขณะที่อุปกรณ์ต่าง ๆ เช่น 
จอแสดงผล รวมทั ้ง image sensor นั ้นมีพฤติกรรมเป็นเชิงเส้นจึงจ  าเป็นต้องท าการ  Gamma 
correction เพื่อเลียนแบบการรับรู้ของมนุษย์ซึ่งจะใช้การแปลงภาพแบบสมการยกก าลัง (Power law) 
ในการปรับปรุงภาพ ซึ่งจะเป็นการปรับความเข้มแสงให้สว่างขึ้น โดยมีฟังก์ชั่นการแปลงภาพในแบบยก
ก าลังแบ่งออกได้เป็นยกก าลังเพ่ิมข้ึน (Power law transformations) และยกก าลังเศษส่วนหรือการหา
ราก (nth root transformation)  

2.5.2 เทคนิค Adaptive Gamma Correction 
 เทคนิค Gamma correction เป็นวิธีที่ใช้กันทั่วไปในการแปลงภาพระดับสีเทา (Gray Scale)
ที่มีช่วงค่าพิกเซล 0-255 โดยใช้รูปแบบพื้นฐานในสมการที่ 2.5  โดยที่ 𝑥 คือค่าระดับสีเทาก่อนการ
แก้ไขแกมมา ส่วน 𝑦 คือ ค่าพิกเซลสีเทาหลังท า Gamma correction โดยมีความสัมพันธ์ระหว่างค่า 𝑥 
และ 𝑦 ดังในรูปที่ 2.10 ซึ่งมีความสัมพันธ์กับค่า γ  ที่ 3 กรณี คือ กรณีแรกเมื่อค่า γ =1 จะได้ค่าภาพ
ระดับสีเทาเหมือนก่อนการปรับค่าของพิกเซลภาพ ส่วนกรณีท่ี 2 γ  < 1 จะได้ค่าระดับสีเทามีค่าพิกเซล
ของภาพมากกว่าก่อนปรับและจะเพ่ิมขึ้นอย่างเห็นได้ชัดในช่วงค่าสีเทาระดับต ่า และกรณีสุดท้าย  γ  > 
1 ค่าระดับสีเทาของภาพมีค่าพิกเซลของภาพน้อยกว่าก่อนปรับและจะลดลงอย่างเห็นได้ชัดช่วงค่าสีเทา
ระดับสูง [16] 

𝑦 = 255 (
𝑥

255
)

𝛾

                             (2.5) 
 
ถ้าท าด าเนินการปรับค่าแกมมาด้วยค่าคงที่กับพิกเซลของภาพทั้งหมด ส าหรับผลที่ได้จะท า

ให้ภาพทั้งหมดจะมืดลงหรือสว่างขึ้น อย่างไรก็ตามพิกเซลของภาพส่วนใหญ่มีแสงสว่างที่ไม่สม ่าเสมอ 
โดยถ้ามีบางพื้นที่สว่างเกินไปและบางส่วนมืดไป ค่าแกมมาคงที่จะไม่สามารถใช้ชดเชยได้อย่างมี
ประสิทธิภาพ ในกรณีที ่มีบริเวณแบบดังกล่าวทั ้งสองพร้อมกัน ดังนั ้นในกรณีนี้จะสร้างฟังก์ชันที่
เหมาะสมเพื่อสร้างความสัมพันธ์ระหว่างค่าแกมมากับค่าระดับพิกเซลของภาพสีเทา ค่าแกมมานั้นน้อย
กว่า 1, γ  < 1 ใช้กับส่วนของภาพมีค่าระดับสีเทาต ่าและค่าแกมมาสูงกว่า 1, γ  > 1 ใช้ในส่วนของภาพ
มีค่าระดับสีเทาสูง ซึ่งจะสามารถเพ่ิมค่าพิกเซลระดับภาพสีเทาในส่วนพ้ืนทีม่ืดของภาพและลดค่าพิกเซล
ระดับภาพสีเทาของบริเวณที่สว่างเกินไป ซึ่งจะท าให้สามารถชดเชยแสงในฟื้นที่มืดและสว่างเกินไปได้
อย่างมีประสิทธิภาพในเวลาเดียวกัน 
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รูปที่ 2.10 กราฟพลอตความสัมพันธ์การแปลงความเข้มแสงสว่างที่ค่า γ  ต่าง ๆ [54] 

 

2.6 เทคนิคการเรียนรู้แบบเชิงลึก 
 เทคนิคการเรียนรู้เชิงลึก คือ ซอฟต์แวร์คอมพิวเตอร์ที่เลียนแบบให้เหมือนกับเครือข่ายเซลล์
ประสาท (Network of neuron) ในสมองมนุษย์ ซึ่งเป็นซับเซ็ตย่อยของ Machine Learning และถูก
เรียกว่า Deep Learning เพราะสร้างโครงข่ายประสาทที่ซับซ้อนแบบลึก (Deep Neural Network) 
ขึ้นมา โดยใช้จ านวนชั้น (Layers) ที่แตกต่างกันเพื ่อเรียนรู้ข้อมูล ความลึกล ้าของโมเดล (Model) 
แสดงออกมาตามจ านวนชั ้นที ่มากขึ ้น ส่วน Machine Learning (ML) หมายถึง ความสามารถของ
เครื่องมือที่สามารถเรียนรู้สิ่งต่าง ๆ ได้จากข้อมูลที่มีอยู่ โดยที่ไม่ต้องเขียนโค้ดอธิบายกฎเกณฑ์ต่าง ๆ 
ของสิ่งนั้น ML ท าให้เครื่องคอมพิวเตอร์สามารถเรียนรู้สิ่งต่าง ๆ ได้ด้วยตนเอง โดยใช้ประโยชน์จากพลัง
ในการประมวลผลของคอมพิวเตอร์ในยุคปัจจุบัน ท าให้สามารถประมวลผลข้อมูลจ านวนมากได้นั่นเอง 
โดยข้อแตกต่างระหว่าง Machine Learning และ Deep Learning จุดที ่เห็นได้ชัดเลยก็คือการท า 
Feature extraction ที่ตัว Deep learning จะท าด้วยตนเอง แต่ถ้าเป็น Machine Learning จะต้อง
ท าให้ก่อนที่จะน าไปเข้าโมเดลของระบบ แต่ Deep Learning จะพยายามหาจุดเด่นของอินพุตโดย
อัตโนมัติ ดังรูปที่ 2.11 
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รูปที่ 2.11 เปรียบเทียบการท างานของ Machine Learning กับ Deep learning [17] 
 

Deep Learning  ได้รับความสนใจและพัฒนาขึ้นเป็นอย่างมากในช่วงไม่กี่ปีมานี้ แต่ข้อเสีย
ของ Deep Learning คือ การใช้ทรัพยากรในการท างานมาก ไม่ว่าจะเป็นทรัพยากรของคอมพิวเตอร์
หรือจะเป็นจ านวนข้อมูลที่ต้องการประมวลผล โดยหาก Neural Network มีโครงสร้างที่ใหญ่มากก็
จ าเป็นจะต้องมีข้อมูลที่เยอะมากเช่นกัน โดยรูปแบบย่อยของ Machine Learning ที่มีการคิดตั้งแต่ยุค
บุกเบิก คือ Artificial Neural Networks (ANN) เป็นการจ าลองวิธีการท างานของสมอง ให้คอมพิวเตอร์
รู้จักคิดและจดจ าในแนวเดียวกับโครงข่ายประสาทของมนุษย์ ซึ่งท างานด้วยปฏิกิริยาไฟฟ้าเคมี เมื่อมี
การกระตุ้นด้วยสิ่งที่รับรู้ภายนอกท าให้กระแสประสาทที่วิ่งไปถึงตัวนิวเคลียสจะเป็นตัวตัดสินว่าต้อง
กระตุ้นเซลล์อื่นๆ ต่อหรือไม่ ถ้ากระแสประสาทแรงพอนิวเคลียสก็จะกระตุ้นเซลล์อ่ืน การท างานของ 
ANN จะไม่ซับซ้อนเท่าระบบประสาทของมนุษย์ แต่ใช้การจ าลองว่าอินพุตแต่ละตัวมีน ้าหนัก (weight) 
และเซลล์แต่ละหน่วยจะมีตัวก าหนด (Threshold) ว่าน ้าหนักรวมของอินพุตต้องมากขนาดไหน ถึงจะ
ส่งเอาต์พุตต่อไปได้ อย่างไรก็ตามกว่าแนวคิดนี้ ซึ่งมีมานานแล้วจะใช้งานได้จริง ก็ต้องรอจนกระทั้ง
เทคโนโลยีด้าน GPU ถูกพัฒนาจนสามารถตอบสนองได้เมื่อไม่กี่ปีที่ผ่านมานี้เอง หนึ่งในการค้นพบครั้ง
ส าคัญของ Deep Learning เกิดข้ึนเมื่อ Andrew Ng ศาสตราจารย์จากมหาวิทยาลัยสแตนฟอร์ด ก่อตั้ง
โครงการ Google Brain ขึ้นในปี 2012 และฝึกปัญญาประดิษฐ์ ในระดับที่ลึกกว่าผ่านภาพต่าง ๆ จาก
วิดีโอใน YouTube กว่า 10 ล้านคลิป ซึ่ง Deep Learning ก็คือ การน าแนวคิดของ ANN มาใช้ในระดับ
ที่ลึกและมี Layer ที่ซับซ้อนกว่านั้นเองและด้วยวิธีการเรียนรู้ครั้งแล้วครั้งเล่าแบบนี้เอง ที่ท าให้ AI 
สามารถแยกแยะสิ่งต่าง ๆ ได้อย่างแม่นย ายิ่งขึ้นจนเหนือกว่ามนุษย์ และน าไปใช้งานในหลายๆ สาขา 
เช่น การวินิจฉัยโรค การควบคุมรถไร้คนขับ การเรียนรู้กติกาของเกมแบบใน AlphaGo เป็นต้น ล าดับ
การพัฒนาเทคนิคการเรียนรู้เชิงลึกเป็นดังรูปที่ 2.12 



 
 

29 

 
รูปที่ 2.12 ล าดับการพัฒนาArtificial Intelligence, Machine LearningและDeep learning [17] 
 

อัลกอริทึมที ่น่าสนใจที ่มี Neural Network เป็นส่วนประกอบ ซึ ่งในยุคปัจจุบันก็ได้มี
อัลกอริทึมย่อยๆ ของ Neural Network อีกจ านวนมาก เช่น Convolution Neural Network (CNN), 
Recurrent Neural Network (RNN) เป็นต้น ซึ่งงานวิจัยนี้จะใช้โครงข่ายประสาทแบบ CNN ซึ่งได้รับ
ความนิยมเป็นอย่างมาก เนื่องจากมีประสิทธิภาพการท างานที่สูงกว่าโครงข่ายแบบอ่ืนๆ 

2.6.1 โครงข่ายประสาทแบบ CNN 
โครงข่ายประสาทแบบ CNN เป็นโครงข่ายประสาทเทียมหนึ่งในกลุ่ม Bio-inspired ซึ่งได้รับ

ความนิยมเป็นอย่างมาก เนื่องจากมีประสิทธิภาพในการท างานที่ดี โดยที่ CNN จะจ าลองการมองเห็น
ของมนุษย์ที่มองพ้ืนที่เป็นที่ย่อยๆ และน ากลุ่มของพ้ืนที่ย่อยๆ มาผสานกัน เพ่ือดูว่าสิ่งที่เห็นอยู่เป็นอะไร
กันแน ่การมองพ้ืนที่ย่อยของมนุษย์จะมีการแยกคุณลักษณะ (Feature) ของพ้ืนที่ย่อยนั้น เช่น ลายเส้น 
และการตัดกันของสี ซึ่งการที่มนุษย์รู้ว่าพ้ืนที่ตรงนี้เป็นเส้นตรงหรือสีตัดกัน เพราะมนุษย์ดูทั้งจุดที่สนใจ
และบริเวณรอบๆ โดยวิธีการจะใช้เทคนิคการท าคอนโวลูชันข้อมูล คือการค านวณแบบ dot product 
ระหว่างพื้นที่ส่วนย่อยของรูปภาพ (Sub-region) กับเคอร์นอล (Kernel) เพื่อดึงลักษณะเด่น (Feature 
Extraction) ออกมาจากรูปภาพ โดยเคอร์นอลที่น ามาค านวณจะมีขนาดเล็กกว่าพื้นที่ส่วนย่อยของ
รูปภาพ โดยก าหนดเป็น เมทริกซ์จัตุรัส (Square Matrix) การค านวณ Convolutional สามารถท าได้ดัง
สมการต่อไปนี้ [18] 
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                                𝐺 = ℎ ∗ 𝐹                                                        (2.6) 

 𝐺[𝑖, 𝑗] = ∑ ∑ ℎ[𝑢, 𝑣]𝐹[𝑖 − 𝑢, 𝑗 − 𝑢]  

𝑘

𝑣=−𝑘

𝑘

𝑢=−𝑘

 

โดยที่ ℎ คือ รูปภาพที่ด าเนินการและ 𝐹 คือ เคอร์นอล (Kernel) ขนาด 𝑘 ∗ 𝑘 

Source pixel

Convolution Kernel

New pixel value

 
รูปที่ 2.13 การด าเนินการคอนโวลูชันระหว่างรูปภาพ (Sub-region) กับเคอร์นอล (Kernel) [18] 
 

จุดเริ่มต้นของโครงข่ายประสาทเทียมแบบคอนโวลูชัน น าเสนอโดย LeCun et al. (1990) 
[55] ได้น าวิธีการค านวณแบบคอนโวลูชันมาผนวกเข้ากับโครงข่ายประสาทเทียมเพื่อใช้ค านวณหา
ลักษณะเด่นของรูปภาพ โดยชั้นที่ได้จากการค านวณด้วยวิธีคอนโวลูชันเรียกว่า ชั้นคุณลักษณะเด่น 
(Feature Map) ในงานวิจัยได้ทดสอบกับข้อมูลตัวเลข โดยเก็บรวบรวมรหัสไปรษณีย์ จากซองจดหมาย
ในประเทศสหรัฐอเมริกา โครงข่ายประสาทเทียมแบบคอนโวลูชัน สามารถท าได้ทั้งสกัดคุณลักษณะ  
(Feature Extraction) และจ าแนกประเภท (Classification) ซึ ่งถือได้ว่าเป็นจุดเด่นของโครงข่ายนี้  
โดยทั่วไปโครงข่ายประสาทเทียมแบบคอนโวลูชันจะประกอบไปด้วย 3 ชั้นที่ส าคัญดังนี้ 
 2.6.1.1 ชั ้นคอนโวลูชัน (Convolutional Layer) เป็นชั ้นการค านวณเพื ่อหาผลลัพธ์ของ 
Neuron ที่เชื่อมต่อ (Connected) มาจากพื้นที่ส่วนย่อย (Local Region) ของรูปภาพด้วยวิธีการคอน
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โวลูชัน ซึ่งเป็นการค านวณแบบ dot product กับเคอร์นอลแบบจัตุรัสขนาดเล็ก เช่น 3x3, 5x5, หรือ 
7x7 เป็นต้น ผลลัพธ์ที่ได้จากการค านวณเรียกว่า Feature map  
 2.6.1.2 ชั ้นพูลลิ ่ง (Pooling Layer) เป็นชั ้นที ่อยู ่คั ่นกลางระหว่างชั ้นคอนโวลูชัน โดยมี
วัตถุประสงค์เพ่ือลดขนาด (Down sampling) ของ Feature Map ให้มีขนาดเล็กลง ซึ ่งสามารถใช้
ฟังก์ชันค่าเฉลี่ย ฟังก์ชันค่าต ่าสุดและฟังก์ชันค่าสูงสุดในการค านวณ ดังนั้น หากเลือกใช้ฟังก์ชันค่าสูงสุด
ในการค านวณ จะเรียกว่า Max pooling ดังในรูปที่ 2.14 ดังนั้นการท า Max Pooling สามารถท าได้โดย
น า Feature Map มาแบ่งออกเป็นพื้นที่ย่อย โดยก าหนดให้มีขนาดเป็น 𝑝𝑥𝑝 ส่วน จากตัวอย่างในรูป
ก าหนดให้มีขนาด 2x2 ส่วน จากนั้น หาค่าที่มากที่สุดในแต่ละพื้นที่ย่อย หรือ  Pool จากพื้นที่แรกที่
ประกอบด้วยตัวเลข 1, 2, 3, 5 สังเกตได้ว่าตัวเลขที่มากที่สุดคือ 5 ดังนั้นใน Pool นี้จึงเลือกค่า 5 มา
พิจารณา 

 
รูปที่ 2.14 การด าเนินการค านวณในชั้นพูลลิ่ง (Pooling Layer) [18] 
 

2.6.1.3 ชั้นเชื่อมโยงแบบสมบูรณ์ (Fully-Connected Layer) เป็นชั้นที่เชื่อมโยงระหว่าง 
Feature Map และ Output แบบสมบูรณ์ นั่นหมายถึงทุกๆ Neuron ที่อยู่ในชั้นสุดท้ายของ Feature 
Map จะถูกน าไปเปลี่ยนรูป (Reshape) หรือเรียกว่า Flatten เพื่อส่งไปค านวณต่อในชั้นถัดไป ซึ่งก็คือ
ชั้นของโครงข่ายประสาทเทียมแบบ Multilayer perceptron ดังนั้นในชั้นนี้ Feature Map ที่ได้ในชั้น
สุดท้ายจึงเปรียบเสมือนข้อมูลน าเข้า (Input) ไปยังโครงข่ายประสาทเทียม 
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2.6.2 การถ่ายโอนการเรียนรู้  
 การถ่ายโอนการเร ียนรู้  (Transfer learning) สาขาหนึ ่งของการเร ียนรู้ ของ Machine 

Learning และปัญญาประดิษฐ์ ซึ่งมีจุดมุ่งหมายเพื่อน าข้อมูลที่ได้รับจากการเรียนรู้ในงานหนึ่งไปใช้กับ
งานอื่นที่คล้ายคลึงกันแค่ปรับปรุงส่วนที่เรียนรู้แล้วใช้เป็นส่วนหนึ่งของงานใหม่ที่ผ่านการถ่ายทอด
ความรู้จากงานที่เกี่ยวข้องที่ได้เรียนรู้ไปแล้ว ในงานวิจัยนี้จะใช้ การพัฒนาส่วน Pretrain CNN ซึ่งใช้
โมเดลโครงข่ายประสาท CNN จ านวน 5 โมเดล จากโปรแกรม MATLAB 2021a โดยมีรายละเอียดแต่
ละโมเดลดังนี้ 

2.6.2.1 โมเดลแบบ Alexnet ในปี ค.ศ. 2012 นักวิจัย Krizhevsky และคณะ [48] น าเสนอ
โครงข่ายที่มีจ านวนทั้งสิ้น 8 ชั้น โดยโครงสร้างนี้เรียกว่า AlexNet ประกอบไปด้วยชั้นคอนโวลูชัน และ
ชั้นเชื่อมโยงแบบสมบูรณ์ จ านวน 5 และ 3 ชั้น ตามล าดับ โดยผลลัพธ์ของชั้นเชื่อมโยงแบบสมบูรณ์ ถูก
ก าหนดให้มีจ านวน 100 โหนด ภาพที่ใช้จะมีขนาด 224x224x3 พิกเซล ดังนั้น ชั้นคอนโวลูชันแรกจะ
ถูกก าหนดให้มี 96 kernel โดยที่แต่ละ kernel มีขนาด 11x11x3 ในการค านวณจะเลื่อน kernel ครั้ง
ละ 4 พิกเซล ผลลัพธ์จากการคอนโวลูชันจะมีขนาด 55x55x96 ต่อมาในชั้นคอนโวลูชันที่สองของ  ถูก
ก าหนดให้มี 256  kernel โดยที่แต่ละ kernel มีขนาด 5x5x48 และจากผลลัพธ์ของการคอนโวลูชันจะ
ท าให้มีขนาด 27x27x256 หลังจากการค านวณชั้นคอนโวลูชันที่ 1 และ 2 ข้อมูลจะถูกส่งไปชั้นพูลลิ่ง
เพื่อท า Normalized และค านวณค่าสูงสุดในแต่ละ Pool (Max Pooling) โดยที่แต่ละ Pool จะถูก
แบ่งเป็น 2x2 ส่วนในคอนโวลูชันชั ้นที ่สามจะมีจ านวน 384 kernel โดยที่แต่ละ kernel มีขนาด
3x3x256 ท าให้ได้ผลลัพธ์จากการคอนโวลูชันจะมีขนาด 13x13x256 โดยชั้นที่สี่ ถูกก าหนดให้มี 384 
kernel โดยมีขนาด 3x3x192 ผลลัพธ์จากการคอนโวลูชันท าให้ได้ขนาด13x13x384 ชั้นที่ห้า มีจ านวน 
256 kernel โดยมีขนาด 3x3x192 สุดท้ายจะได้ผลลัพธ์จากการคอนโวลูชัน มีขนาด 13x13x256 โดยที่
ชั้นคอนโวลูชันในชั้นที่ 1 ถึง 5 ใช้ฟังก์ชัน Rectified Linear Units (ReLu) เป็นฟังก์ชันกระตุ้น หรือ 
Activation Function ชั้นเชื่อมโยงแบบสมบูรณ์ถูกแบ่งออกเป็น 2 ชั้น และก าหนดให้มีจ านวนชั้นละ 
4,096 Node 

2.6.2.2 โมเดลแบบ VGG ในปี ค.ศ. 2015 Simonyan และ Zisserman [49] ได้น าเสนอ
โครงข่ายประสาทแบบ VGG เป็นโครงสร้างแบบลึก เนื่องจากมีชั้นคอนโวลูชันจ านวน 16 ชั้น มีการใช้ 
kernel ในการท าคอนโวลูชันขนาด 3x3 โดยมีโครงสร้างประกอบด้วยชั้นคอนโวลูชัน จ านวน 5 กลุ่ม 
โดยในการคอนโวลูชั้นกลุ่มที่ 1 เป็นการท าคอนโวลูชันที่ 1 และ 2 มีจ านวน  kernel ชั้นละ 64  ในการ
คอนโวลูชั้นกลุ่มที่ 2  เป็นการท าคอนโวลูชันที่ 1 และ 2 มีจ านวน  kernel ชั้นละ 128 ในการคอนโวลู
ชั้นกลุ่มที่ 3  เป็นการท าคอนโวลูชันที่ 1 ถึง 3 มีจ านวน  kernel ชั้นละ 256 เคอร์นอล ในการคอนโวลู
ชั้นกลุ่มที่ 4  เป็นการท าคอนโวลูชันที่ 1 ถึง 3 มีจ านวน  kernel ชั้นละ 512  และ ในการคอนโวลูชั้น
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กลุ่มท่ี 5  เป็นการท าคอนโวลูชันที่ 1 ถึง 3 มีจ านวน  kernel ชั้นละ 512 โดยการท าคอนโวลูชันในกลุ่ม
ที่ 1 ถึง 5 จะตามด้วยชั้นแมกซ์พูลลิ่ง จากนั้นข้อมูลจะส่งไปยัง ชั้นเชื่อมโยงแบบสมบูรณ์ ที่มีจ านวน 
4,096 Node และในชั้นสุดท้ายของชั้นเชื่อมโยงแบบสมบูรณ์ ถูกก าหนดให้มีจ านวน 1,000 โหนด โดย
ค านวณหาผลลัพธ์ด้วยวิธีซอฟต์แมกซ์ โดยเรียกโครงสร้างที่กล่าวมานี้ว่า VGG 16 ซึ่งมีการท าคอนโวลู
ชัน 16 ชั้นและต่อมีการเพิ่มการท าคอนโวลูชันอีกสามชั้น เรียกว่า VGG 19 โดยทั้งสองโมเดลใช้ขนาด
ภาพอินพุต 224x224x3 

2.6.2.3 GoogLeNet ในปี ค.ศ. 2014 ได้ถูกน าเสนอโดยใช้โครงสร้างของโมเดล Inception 
ท าให้มีโครงข่ายประสาท CNN ที่มีความลึกและกว้าง [51] แต่ไม่ท าให้การประมวลผลช้าลง โดยในแต่
ละ Inception มีการค านวณคอนโวลูชันแบบขนานที่ใช้ kernel ขนาด 1x1, 3x3 และ 5x5 และยังท า
ให้จ านวนมิติข้อมูลลดลง โดยออกแบบให้มีโครงสร้างของ Inception จ านวน 9 ชั้น จากทั้งหมด 22 ชั้น 
และใช้ฟังก์ชันการค านวณชนิด ReLu เพ่ือใช้เป็นฟังก์ชันกระตุ้นและชั้นเชื่อมโยงแบบสมบูรณ์ก าหนดให้
มีจ านวน 1024 Node ใช้ขนาดภาพอินพุต 224x224x3 

2.6.2.4 Resnet 50 น าเสนอโดย Kaiming He [50] ในปี ค.ศ. 2015 โดยโครงสร้างต่างจาก
โครงข่ายแบบ Sequential ดั้งเดิม  เช่น AlexNet และ VGG ตรงที่ ResNet เป็นรูปแบบสถาปัตยกรรม
ที่ต้องอาศัยโมดูลสถาปัตยกรรมที่เรียกว่า Microarchitecture คือ ใช้ชุด building blocks ในการสร้าง
เครือข่ายใหม่ทั้งหมด โดยใช้โมดูลที่มีความแม่นย ามากขึ้นด้วยการอัปเดตโมดูลที่เหลือเพื่อใช้  Identity 
mapping โดยโมเดล ResNet นั้นมีโครงข่ายประสาท CNN ที่ลึกกว่าตระกูล VGG มาก แต่ขนาด 
Weights size เล็กกว่าอันเนื่องมาจากการใช้ชั้นพูลลิ่งแบบ Global average มากกว่าชั้นเชื่อมต่อแบบ
สมบูรณ์ ท าให้ขนาดโมเดล  ResNet50 ซึ่งมีการค านวนชั้นคอนโวลูชันจ านวน 50 ชั้น ได้รับความนิยม
อย่างมาก 

2.6.3 อัลกอริทึม YOLO 
YOLO หรือ You Only Look Once  เป็นเทคนิคการรู้จ าวัตถุที่ใช้วิธีการที่เรียกว่า Fast 

Single-Shot Detection ซึ่งจะเป็นวิธีการที่สามารถตรวจจับวัตถุได้ จากการส่งผ่านรูปภาพเข้าไปใน
ระบบเพียงครั้งเดียว โดยใช้หลักการโครงข่ายประสาทแบบ CNN โดยอัลกอริทึม YOLO มีการพัฒนา 
อย่างต่อเนื่อง ซ่ึง YOLO มีหลายรุ่น (Version) ในแต่ละรุ่นจะมีโครงสร้างสถาปัตยกรรมที่แตกต่างกัน มี
ประสิทธิภาพทั้งด้านความแม่นย าและความเร็วในการประมวลผล  โดย ในปี 2016 Redmon และ 
Farhadi [19] ได้เสนอ YOLO ตามโครงสร้างของ SSD (Single Shot Multibox Detector) โดยต่อมา
YOLOv2 มีอัตราการรับรู้ที่เร็วขึ้นในขณะเมื่อเทียบกับวิธีการ RCNN, Fast RCNN และ Faster RCNN 
และยังคงความแม่นย าเทียบเท่ากับ SSD500 ความแม่นย าเฉลี่ยสูงถึง 76.8% และความเร็วในการรับรู้ 
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67 เฟรมต่อวินาที บนชุดข้อมูล VOC2007 จากโมเดลเครือข่าย Darknet-19 ซ่ึง YOLOv2 ประกอบด้วย
ชั้นของ Convolutional 19 ชั้นและมี Pool layers สูงสุด 5 ชั้นและให้ความแม่นย าในการตรวจจับที่
สูงขึ ้น ในขณะที่รักษาความเร็วในการตรวจจับเมื่อใช้ภาพที่มีความละเอียด 544x544 พิกเซล รุ่น 
YOLOv2 [20] [21] สามารถท าความเร็วได้ 40 เฟรมต่อวินาที และมีความแม่นย าในการตรวจจับสูงกว่า 
เร็วกว่า RCNN ในอัลกอริทึม YOLO การด าเนินการจ าแนกวัตถุว่าเป็นชนิดอะไร (Classification) และ
ด าเนินการหาต าแหน่งของวัตถุ (Localization) โดยใช้กรอบล้อมวัตถุ (Bounding Box) จะท าไป
พร้อมๆ กัน โดยวิธีของ YOLO ไม่ได้พิจารณาด าเนินการจากภาพทั้งภาพ แต่จะแบ่งภาพออกเป็นส่วน ๆ 
ซึ่งวิธีการแบบนี้ส่งผลดีในด้านความเร็วของการประมวลผล โดยมีโครงสร้างสถาปัตยากรรม YOLOv2 
ดังรูปที่ 2.15 

 
รูปที่ 2.15 โครงสร้างสถาปัตยากรรมภายในอัลกอริทึม YOLOv2 [22] 
 

ขั้นตอนการท างานของ YOLO จะเป็นในลักษณะการแบ่ง รูปภาพเป็นส่วนๆ หรือกริด (grid) 
จากนั้นท าการเลื่อนการค านวน ไปทีละจุดตามที่แบ่งกริดไว้ (Sliding Windows) พร้อมกับ ค านวณหา
ว่าวัตถุจะมีอยู่จริงหรือไม่ ฟื้นที่มากน้อยเพียงไรจากความน่าจะเป็นของวัตถุที่ปรากฏในพื้นที่นั้นๆ ด้วย
กระบวนการ Intersection over Union (IoU) ซึ่งค านวณจากอัตราส่วนของพื้นที่ซ้อนทับของพื้นที่ที่
ท านายกับพื้นที่จริงกับพื้นที่รวมของพื้นที่ที่ท านายกับพื้นที่จริงดังรูปที่ 2.16 ในการท านายกรอบล้อม
วัตถุจะได้ข้อมูลเป็นชุดข้อมูลประเภท Array ซึ่งประกอบด้วยข้อมูลการมีอยู่จริงของวัตถุต าแหน่งและ
ขนาดของกรอบล้อมวัตถุและชนิดของวัตถุ  
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รูปที่ 2.16 ฟ้ืนที่การค านวณหา Intersection over Union ที่ตรวจจับได้  
 

กรณีถ้าในแต่ละกริดมีวัตถุมากกว่าหนึ ่งอย่าง YOLO มีกระบวนการ Anchor box เพ่ือ
แก้ปัญหาดังกล่าว แนวคิดคือการสร้าง Anchor box ในรูปทรงต่าง ๆ และค านวณใหม่ เพื่อให้ได้
ผลลัพธ์ที่ครอบคลุมและแม่นย ามากขึ้น เมื่อระบบสร้างกรอบล้อมวัตถุจนหมดแล้วดังรูปที่ 2.17 จะเข้าสู่
กระบวนการ Non-max suppression ซึ่งขั ้นตอนนี้จะเป็นการลดจ านวนกรอบล้อมวัตถุที่เป็นวัตถุ
เดียวกันและอยู่ในพ้ืนที่เดียวกันที่มีความน่าจะเป็นน้อยกว่าค่าที่ก าหนดไว้ (Threshold) [23] ดังสมการ
ที่ 2.7  

 
𝑑(𝑏𝑜𝑥, 𝑐𝑒𝑛𝑡𝑟𝑜𝑖𝑑) = 1 − 𝐼𝑂𝑈(𝑏𝑜𝑥, 𝑐𝑒𝑛𝑡𝑟𝑜𝑖𝑑)                            (2.7) 
 

  
รูปที่ 2.17 การท างานของอัลกอริทึม YOLOv2 ในการตรวจจับวัตถุภายในภาพ [19] 
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2.7 งานวิจัยทีเ่กี่ยวข้อง 
 งานวิจัยด้านวิเคราะห์การใช้มือจับวัตถุในระบบอีโก้เซ็นทริควิชั่นในงานคอมพิวเตอร์วิทัศนท์ี่
มีนักค้นคว้าวิจัยกันหลากหลายในปัจจุบันเพื่อท าความเข้าใจการจัดวางของนิ้วมือต่อวัตถุที่จับผ่าน
มุมมองของผู้สวมใส่กล้องติดตัว โดยมีการศึกษาเรื่องของมือและนิ้วมือกันมาอย่างยาวนานเพื่อเข้าใจ
กระบวนการความสัมพันธ์ลักษณะการใช้มือจับ ชนิดวัตถุและการกระท าต่อวัตถุ   ปัจจุบันเทคโนโลยี
กล้องพัฒนาให้มีขนาดเล็กจึงน ามาใช้ในระบบอีโก้เซ็นทริควิชั่นเพื่อการตรวจจับวัตถุและระบุกิจกรรม
ของผู้ที่สวมใส่ โดยลักษณะเด่นของการบันทึกภาพแบบนี้ คือ การได้เห็นมุมมองของบุคคลที่สวมใส่โดย
การวางกล้องหันไปทางข้างหน้าติดบนหน้าอกหรือศีรษะ ซึ่งให้มุมมองที่ไม่เหมือนการบันทึกภาพทั่วไป 
โดยเน้นที่ตัวบุคคลเพื่อบันทึกข้อมูลที่เกี่ยวข้องกับผู้สวมใส่กล้องมากข้ึน ระบบระบบอีโก้เซ็นทริควิชั่นถูก
น าไปใช้กับแอปพลิเคชันต่าง ๆ มากมาย แม้กระทั้งการดูแลสุขภาพทางการแพทย์ ดังนั้นผู้วิจัยจึงได้
ศึกษางานวิจัยที่เกี่ยวข้องเพ่ือใช้เป็นแนวทางในการท าวิจัย โดยมีรายละเอียดดังนี้  
 Steve Mann (1997) น าเสนอการใช้กล้องถ่ายภาพติดที่บนศรีษะส าหรับถ่ายทอดกิจกรรม
ในการใช้ชีวิตประจ าวันโดยมีวัตถุประสงค์เพื่อที่จะสามารถประมวลผลภาพวิดีโอได้จากระยะไกลด้วย
การสร้างวิดีโอฟูลดูเพล็กซ์ โดยลิงก์การสื่อสารเพื่อส่งวิดีโอจากกล้องไปยังคอมพิวเตอร์จากระยะไกล
และส่งสัญญาณท่ีประมวลผลจากคอมพิวเตอร์กลับไปที่จอแสดงผลแบบสวมศีรษะ [24] 

Thad Starner และคณะ (1998) จากห้องปฏิบัติการมีเดีย มหาวิทยาลัยแมสซาชูเซสต์ 
(MIT) น ากล้องถ่ายภาพขนาดเล็กติดศรีษะเพื่อเพิ่มศักยภาพการตรวจการโดยท างานร่วมกับระบบ
คอมพิวเตอร์เป็นระบบคอมพิวเตอร์วิทัศน์ในยุคแรก การประมวลผลภาพท างานร่วมกับเทคนิค Hidden 
Markov Model (HMM) [25] 

W.W.Mayol และคณะ (2000)  ได้น าเสนออุปกรณ์ต้นแบบที่ใช้สวมใส่งานอีโก้เซ็นทริควิชั่น
ซึ่งแยกการเคลื่อนไหวของกล้องออกจากท่าทางและการเคลื่อนไหวของผู้สวมใส่ โดยการรวมเคลื่อนที่
และการตอบสนองของเซนเซอร์ภาพภายใต้ต าแหน่งของเซนเซอร์และความสัมพันธ์ขณะท าการสวมใส่
โดยประสิทธิภาพของหุ่นยนต์ต้นแบบจะประเมินจากสถานการณ์การใช้งานหุ่นยนต์จากการควบคุม
ระยะไกลที่มองเห็นด้วยกล้องที่สวมใส่ ซึ่งมีความส าคัญมากส าหรับการช่วยเหลือหุ่นยนต์ที่ท างานจาก
การควบคุมจากระยะทางไกล [26] 

Michael F. Land และ Mary Hayhoe (2001) น าเสนอการการศึกษาความสัมพันธ์ของการ
เคลื่อนไหวของสายตาในการจ้องมองและการจัดการของมือในขณะจับวัตถุ โดยทดลองในงานเตรียม
อาหารด้วยกล้องอีโก้เซ็นทริควิชั่น โดยสามารถแบ่งออกเป็นชุดของการกระท าต่อวัตถุ โดยมีข้อสรุปว่า
สายตาจะมองไปที่วัตถุตามล าดับก่อนหลัง ซึ่งบ่งชี้ว่าการเคลื่อนไหวของดวงตาได้รับการวางแผนใน
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รูปแบบมอเตอร์และดวงตามักจะจับจ้องไปที่วัตถุเดียวกันตลอดการกระท าแม้ว่าวัตถุจะเคลื่อนที่ไป โดย
การควบคุมจะถูกมองจากบนลงล่างเป็นหลัก [27] 

Ryuhei Tenmoku และคณะ (2005) สร้างระบบต้นแบบวิเคราะห์วิธีค้นหาต าแหน่งและ
อธ ิบายว ิธ ีการจ ัดการมุมมองที ่ เน ้นว ัตถ ุจร ิงในระบบ Augmented Reality (AR) โดยการรวม 
สภาพแวดล้อมจริงกับวัตถุเสมือนเข้าด้วยกันในเวลาเดียวกัน  ซึ่งผู้ใช้สามารถดูและพร้อมค าอธิบาย
ประกอบโดยใช้โมเดล 3 มิติของฉากจริง ด้วยการใช้ภาพที่สร้างจากฉาก 3 มิติ ด้วยกล้องที่สวมใส่ใน
ระบบ AR [28] 

Steve Hodges และคณะ (2006) น าเสนอการใช้กล้อง Sense Cam เพื่อจดจ ากิจกรรมที่
มนุษย์ใช้ในการด าเนินชีวิตโดยเพิ่มชุดเซนเซอร์กล้องถ่ายภาพนิ่งแบบสวมใส่ได้ ช่วยให้ผู้สวมใส่จดจ า
แง่มุมต่างๆ และสร้างเครื่องช่วยความจ าย้อนหลังที่มีประสิทธิภาพ โดยการศึกษาผู้ใช้เชิงลึกกับอุปกรณ์
นี้ครั้งแรกในผู้ป่วยที่เป็นโรคความจ าเสื่อมและผู้ที่มีภาวะเสื่อมของระบบประสาท เช่น โรคอัลไซเมอร์ 
เป็นต้น [29] 
 Natasha Alves และ Tom Chau (2008) น าเสนอใช้กล้องดิจิตอลถ่ายในส่วนที่เป็นเฉพาะ
ท่อนแขนลงไปถึงมือร่วมกับตัวตรวจวัดสัญญาณของกล้ามเนื้อเพ่ือหาความสัมพันธ์ของสัญญาณที่เกิดขึ้น
ขณะการใช้มือจับวัตถุเปรียบเทียบกับภาพที่ได้จากกล้องติจิตอล โดยการติดตั ้งกล้องบนโต๊ะใน
ห้องปฎิบัติการเพื่อติดตามการจับวัตถุของมือโดยการตรวจจับสีผิวมนุษย์ในการตรวจหามือจับภายใน
ภาพเพื่อเก็บรวบรวมข้อมูลและแบ่งแยกลักษณะของการจับวัตถุจากสัญญาณ Mechanomyogram 
(MMG) และภาพจากกล้องดิจิตอล [30] 
 Yuichi Motai และ Akio Kosaka (2008) น าเสนอเทคนิคการสอบเทียบมือหุ่นยนต์ส าหรับ
จับวัตถุในพารามิเตอร์ต่างๆ ทั้งแกน XZY โดยใช้การท างานควบคู่กันของกล้องดิจิตอลและมือจับของ
หุ่นยนต์ อีกทั้งยังใช้ตัวกรองคาลมาน (Kalman filter) ช่วยในการค านวณความถูกต้องของต าแหน่งใน
การเคลื่อนที่ของแขนจับทั้ง 3 แกน ซึ่งได้ท าการติดตั้งกล้องเหนือแขนของมือจับเพื่อใช้ในบันทึกภาพ
ต าแหน่งบนแผ่นสอบเทียบเสมือนการมองผ่านทางสายตาของมนุษย์ [31] 

Sudeep Sundaram และ Walterio W. Mayol Cuevas (2009) น าเสนอกรอบการรับรู้
กิจกรรมโดยสังเกตการกระท าและการจัดการของมือที่กระท า โดยผู้ทดสอบใช้มือเปล่าควบคู่ ผ่านกล้อง
ทีส่วมใส่จากภาพความละเอียดต ่า (160x120 พิกเซล) ท างานร่วมกับ Bayesian Network เพื่ออนุมาน
ต าแหน่ง วัตถุ ปฏิสัมพันธ์ เหตุการณ์ และกิจกรรม โดยการรวบรวมชุดล าดับกิจวัตรประจ าวันที่มีขนาด
ใหญ่ของความสัมพันธ์ระหว่างกิจกรรมในแต่ละวัน เพ่ือส ารวจวิธีการมองเห็นที่มีประสิทธิภาพ แต่ราคา
ไม่แพงเพ่ือท าการอนุมานกิจกรรมที่ได้ท า โดยไม่ต้องพ่ึงการตรวจจับวัตถุหรือมือที่ซับซ้อน [32] 
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 Alireza Fathi และคณะ (2011) ศึกษาการแก้ปัญหาการเรียนรู้การจับวัตถุแบบจ าลองจาก
วิดีโอของกิจกรรมในครัวเรือนด้วยกล้องอีโก้เซ็นทริควิชั่น โดยใช้การเรียนรู้หลายอินสแตนซ์เพ่ือจับคู่แต่
ละอินสแตนซข์องแต่ละวัตถุในล าดับต่าง ๆ เพื่อตรวจจับวัตถุในภาพโดยลดขั้นตอนการท า Labeling ใน
การจดจ าชนิดวัตถ ุ[33] 

Hamed Pirsiavash และ Deva Ramanan (2012) น าเสนอฐานข้อมูลชุดใหม่และอัลกอริทึม
ใหม่ส าหรับการตรวจจับและจดจ ากิจกรรมในชีวิตประจ าวัน (Activities of Daily Living) ด้วยกล้อง
ระบบอีโก้เซ็นทริควิชั่น โดยรวบรวมชุดข้อมูล 1 ล้านภาพของอาสาสมัครจ านวนมากที่ท ากิจวัตรต่างๆ 
โดยไม่มีสคริปต์ ฐานข้อมูลมีค าอธิบายเพิ่มเติมก ากับประกอบพร้อมกิจกรรมติดตามวัตถุ ต าแหน่งมือ 
และเหตุการณ์การโต้ตอบ น าเสนอเทคนิค Temporal pyramids ท างานร่วมกับแบบจ าลองวัตถุแบบ 
Composite object models ท าให้เกิดการปรับปรุงประสิทธิภาพมากกว่าวิธีการเดิมถึงสองเท่า [34] 

Giuseppe Serra และคณะ (2013) น าเสนออัลกอริทึมการแบ่งส่วนมือตามการจ าแนก
ประเภทแบบ Random Forest Superpixel ซึ่งมีการประมวลผลทางแสง เวลาและพื้นที่อย่างต่อเนื่อง
ในภาพวิดีโอระบบอีโก้เซ็นทริควิชั่น นอกจากนี้ยังเสนอวิธีการจดจ าท่าทางมือด้วย Exemplar SVMs 
จากการแบ่งตัวอย่างเป็นชุดเล็ก ๆ ซึ่งให้ประสิทธิภาพดีที่สุดในขณะนั้นและปรับปรุงความแม่นย าในการ
จดจ าท่าทางมือให้เหมาะน าไปใช้งานต่าง ๆ ของระบบอีโก้เซ็นทริควิชั่น [35] 
 Minjie Cai และคณะ (2015) น าเสนอครั ้งแรกในการพัฒนาเทคนิคจ าแนกการจับและ
ควบคุมมือในการจัดการวัตถุในชีวิตประจ าวันโดยบันทึกด้วยกล้อง RGB ที่สวมใส่บนศรีษะ โดยใช้
การตรวจับสีผิวมนุษย์ในการแบ่งแยกภาพเฉพาะในส่วนมือจับและใช้เทคนิค Histogram of Oriented 
Gradient (HOG) และ Scale Invariant Feature Transform (SIFT) ในการสกัดคุณลักษณะของภาพ 
ซึ่งได้ผลการท างานที่น่าพึงพอใจกับคุณลักษณะตามแต่ละวัตถุและใช้การวิเคราะห์ข้อมูลเพื่อแบ่งแยก
ชนิดมือจับที่ได้จากกล้องดิจิตอลด้วยเทคนิค Principle Component Analysis (PCA) และ Support 
Vector Machine (SVM) [36] 
 Suriya Singh และคณะ (2016) น าเสนอระบบโครงข่ายประสาทแบบ CNN ส าหรับการ
เรียนรู้และการจ าแนกแบบ end to end ภาพกิจวัตรของผู้สวมใส่กล้องอีโก้เซ็นทริควิชั่น โดยตรวจจับ
ท่ามือ การเคลื่อนไหวของศีรษะและจุดเด่นของภาพ โดยใช้ฐานข้อมูลส าหรับฝึกการเรียนรู้จากวิดีโอที่
ท า Labeling ในจ านวนน้อยได้ [37] 
 Minjie Cai และคณะ (2016) น าเสนอแบบจ าลองประเภทของมือและคุณลักษณะของการ
จัดการวัตถุเพื่อให้รับรู้ การกระท าเมื่อเปลี่ยนแปลงรูปร่างของมือที่มีต่อวัตถุได้อย่างถูกต้อง โดยมุ่งเน้น
การเข้าใจความสัมพันธ์ตามบริบทระหว่างประเภทและคุณลักษณะของวัตถุเพื่อก าหนดลักษณะการ
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กระท าต่างๆ ของมือต่อวัตถุในท่าทางมือต่างๆ ในการทดลองใช้ท่ามือจับวัตถุจ านวน 9 ท่ามือ โดย
ท างานร่วมกับโครงข่ายประสาทแบบ CNN [2] 
  Minjie Cai และคณะ (2017) ได้ปรับปรุงเทคนิคเพ่ิมประสิทธิภาพการจดจ าท่ามือจับแบบ
ต่างๆ ในการจัดการต่อวัตถุ โดยบันทึกด้วยกล้อง RGB ที่สวมใส่บนศรีษะที่ได้เคยน าเสนอไว้ โดยการเพ่ิม
ประสิทธิการตรวจจับภาพท่ามือจับที ่ปรากฎในแต่ละเฟรมด้วยเทคนิค Dense Hand Trajectory 
(DHT) ในส่วนการสกัดคุณลักษณะของภาพท่ามือจับจากที่เคยใช้แต่เทคนิค HOG และSIFT และและมี
การใช้โครงข่ายประสาทแบบ CNN ในการจดจ าท่ามือ โดยการสอนการเรียนรู้จากภาพท่ามือจับของ
ฐานข้อมูล จึงท าให้สามารถน าการท างานของระบบไปใช้ในสิ่งแวดล้อมจริงได้ [38] 
 Meng Wang และคณะ (2018) น าเสนอการตรวจจับและจดจ ากิจกรรมของมนุษย์ในการ
จัดการวัตถุผ่านการมองเห็นด้วยกล้องอีโก้เซ็นทริควิชั่น โดยการผสานการสกัดคุณลักษณะของคุณสมบัติ
วัตถุและการเคลื่อนที่ ด้วยเทคนิคใหม่ Manipulated Object Histogram (MOH) ซึ่งใช้เทคนิคการไหล
ของแสง (Optical Flow) ร่วมกับโครงข่ายประสาทแบบ CNN ตรวจจับการเคลื่อนที่ของมือและวัตถุ
ขณะท ากิจกรรม โดยสามารถแก้ไขปัญหาสัญญาณรบกวนที่เกิดจากการเคลื่อนไหวของกล้องและเพ่ิม
ประสิทธิภาพในการจดจ ากิจวัตรของมนุษย์ [39] 
 จากงานวิจัยที่ผ่านมาของระบบกล้องอีโก้เซ็นทริควิชั่นจะเห็นได้ว่ามีการศึกษาและพัฒนาการ
น าในใช้งานอย่างหลากหลาย เนื่องจากระบบกล้องอีโก้เซ็นทริควิชั ่นมีความน่าสนใจและข้อดีหลาย
ประการดังที่ได้กล่าวไว้ในหัวข้อ 2.3 โดยงานวิจัยมีจ านวนเพ่ิมขึ้นอย่างรวดเร็ว หลังจากมีการผลิตกล้อง
หรืออุปกรณ์ FPV ออกมาสู่ขายในเชิงพาณิชย์จากโรงงานผลิตต่างๆ เช่น Google GoPro Microsoft 
เป็นต้น โดยในงานวิจัยที่มีการศึกษาจะแบ่งเป็นได้ 2 ประเภท คือ การจ าจดกิจกรรมต่าง ๆ ในกิจวัตร
ของผู้สวมใส่กล้องกับการตรวจจับและจดจ าการจัดการวัตถุด้วยมือในขณะท ากิจกรรม โดยในงานวิจัยนี้
จะด าเนินการวิจัยเพ่ือศึกษารูปแบบมือจับวัตถุและลักษณะรูปทรงของวัตถุในระบบอีโก้เซ็นทริควิชั่น ซึ่ง
สามารถน าไปสู่การพัฒนาได้หลายด้านตั้งแต่การแพทย์ การออกแบบผลิตภัณฑ์ ระบบกลไกหุ่นยนต์ 
ระบบโลกเสมือนจริง เป็นต้น  เนื ่องจากมือของมนุษย์มีการเปลี ่ยนแปลงรูปร่างและเคลื ่อนไหว
ตลอดเวลาท าให้เป็นสิ่งที่ยากต่อการตรวจจับและเมื่อต้องการตรวจจับและจดจ าท่ามือด้วยกล้อง FPV 
ซ่ึงส่วนใหญ่กล้องจะติดท่ีบริเวณศรีษะของผู้สวมใส่ ท าให้ภาพค่อนข้างมีการเคลื่อนไหวที่รวดเร็วส่งผลให้
คุณภาพของภาพที่บันทึกได้อาจจะไม่ดีเท่าที่ควรเป็นผลท าให้ประสิทธิภาพในการตรวจจับและจดจ าได้
ไมไ่ด้สูงมาก [2][38] และอีกหนึ่งปัจจัยส าคัญที่ท าให้การตรวจจับและจดท าท่ามือจับวัตถุมีประสิทธิภาพ
ลดลง คือ การเปลี่ยนแปลงความเข้มของแสงสว่างของสภาพแวดล้อม ซึ่งมีผลต่อการตรวจจับมือที่
ปรากฏในภาพ การจ าแนกนิ้วมือที่จัดเรียงในขณะจับวัตถุรูปแบบต่างๆ มีความยากล าบากมากขึ้น 
งานวิจัยนี้จึงได้น าเสนอเทคนิคใหม่ในการเพิ่มประสิทธิภาพการตรวจจับและจดจ าท่ามือในสภาวะที่มี
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ความสว่างน้อยหรือในเวลากลางคืน ซึ่งจากการศึกษางานวิจัยในระบบอีโก้เซ็นทริควิชั่นที่ผ่านมายังไม่มี
การแก้ปัญหาในประเด็นนี้มาก่อนโดยระบบที่น าเสนอเป็นการท างานร่วมกันของการปรับปรุงค่าแกมมา
ของภาพด้วยเทคนิค Adaptive Gamma Correction with Weighting Distribution (AGCWD) [13] 
และการใช้คุณสมบัติอุปกรณ์เซนเซอร์ที่มีการเปลี่ยนแปลงความต้านทานตามการ โค้งงอของอุปกรณ์ 
โดยการน าความต้านทานแบบโค้งงอไปติดบริเวณนิ้วมือหัวแม่มือหรือนิ้วโป้ง (Thump) ขณะจับวัตถุ ซึ่ง
ในการจับวัตถุพบว่านิ้วโป้งท าหน้าที่หลักในการใช้จัดการวัตถ ุ[40] และมีการใช้นิ้วโป้งในการจับในทุก ๆ 
ท่ามือจับวัตถุ ซึ่งในแต่ละท่ามือจับมีการจัดวางนิ้วโป้งในแต่ละต าแหน่งที่แตกต่างกัน ท าให้ได้สัญญาณ
เอาต์พุตของวงจร Flex sensor แปรเปลี่ยนตามไปด้วย [41] จึงสามารถน ามาใช้เป็นพารามิเตอร์ในการ
ก าหนดการปรับค่าแกมมาของภาพในแต่ละท่ามือจับให้มีน ้าหนักที่แตกต่างกัน ด้วยวิธีการของเทคนิค 
AGCWD ท าให้แต่ละภาพของท่ามือจับวัตถุมีคุณลักษณะเฉพาะ (Characteristic) แล้วส่งต่อภาพ
ดังกล่าวให้กับขั้นตอนการตรวจจับและจดจ าท่ามือที่ปรากฏในภาพ ซึ่งงานวิจัยนี้ได้ใช้เทคนิคการเรียนรู้
เชิงลึกที่เรียกว่า YOLO ซึ่งมีความสามารถในการท างานที่รวดเร็วและให้ประสิทธิภาพในการท างานที่สูง 
ซึ่งหลักการท างานของระบบโดยละเอียดจะได้กล่าวในบทต่อไป  



 
 

บทท่ี 3 
วิธีด ำเนินกำรวิจัย 

  
 ในบทนี้จะกล่าวถึงขั้นตอนและวิธีด าเนินการวิจัยทั้งหมด ซึ่งประกอบด้วย การออกแบบ
ระบบประมวลภาพเบื้องต้น การออกแบบระบบการท างานในภาพรวม การเก็บรวบรวมข้อมูล การ
ออกแบบวงจรความต้านทานแบบโค้งงอ การเก็บรวบรวมฐานข้อมูลภาพและสัญญาณวงจรความ
ต้านทานแบบโค้งงอ การออกแบบอัลกอริทึมส าหรับการตรวจจับและจดจ าท่ามือในระบบอีโก้เซ็นทริค
วิชั่นในสภาะความเข้มของแสงสว่างต า่และหัวข้อสุดท้ายจะเป็นวิธีการทดสอบงานวิจัย 
 

3.1 กำรออกแบบระบบประมวลผลภำพเบื้องต้น 
การประมวลผลภาพดิจิตอลเป็นการแปลงข้อมูลภาพให้อยู่ในรูปแบบข้อมูลดิจิตอลหรือข้อมูล

เชิงตัวเลข โดยวัตถุประสงค์ของการประมวลผลภาพ คือการปรับปรุงคุณภาพของภาพเพื่อให้มนุษย์ ซึ่ง
งานวิจัยนี้ได้เริ ่มศึกษาและทดลองการประมวลผลภาพจากข้อมูลกล้องติจิตอลเพื ่อเป็นฟื้นฐานใน
งานวิจัยต่อไป จ านวน 3 หัวข้อ ดังต่อไปนี้ 

3.1.1 การตรวจจับและจดจ าท่าภาษามือ 
  งานนี้น าเสนอการพัฒนาการจดจ าภาษามือส าหรับการสะกดภาษามือไทย [42] โดยการ
ท างานของระบบเป็นดังรูปที่ 3.1 การท างานใช้กล้องถ่ายภาพความลึกของ Microsoft  Kinect ที่อินพุต
วิดีโอภาพ 30 เฟรมต่อวินาที แต่ละเฟรมประกอบด้วยภาพความลึก (Depth) และสี RGB ซึ่งมีขนาด 
640x480 พิกเซล แล้วได้ปรับปรุงคุณภาพก่อนที่จะประมวลผลทั้งภาพความลึกและภาพสี ดังนั้น
ต าแหน่งมือในภาพ RGB จะถูกใช้เป็นข้อมูลต าแหน่งในภาพความลึก โดยใช้ความแตกต่างของความ
สว่างในภาพความลึก ซ่ึงภาพสี RGB จะถูกเลือกเอาเฉพาะในพ้ืนที่ Region of Interest (ROI)  ที่ขนาด 
160x160 พิกเซล ซึ่งเป็นเพียงส่วนพ้ืนที่มือเท่านั้น จากนั้นพื้นที่มือดังกล่าวจะถูกแปลงเป็น YCbCr ซึ่งมี
คุณสมบัติทนทานในสภาพแสงสว่างที ่เปลี ่ยนแปลงไป [43] จากนั ้นจึงใช้เทคนิค Histograms of 
Oriented Gradients (HOG) [44] ส าหรับการดึงคุณลักษณะของภาพเพื่อให้มีความทนทานในการ
เปลี่ยนแปลงความสว่างเช่นกัน  โดยเทคนิค HOG ค านวณสกัดคุณลักษณะของการไล่ระดับสีของภาพ
และพื้นสีภาพ ความคมชัดของขอบภาพและและรูปร่างของภาพ ซึ่งให้ความต้านทานต่อความแปรผัน
ของแสงสว่าง ผลที่ได้จาก HOG นี้จะไดก้ารดึงคุณลักษณะส าหรับฝึกการเรียนรู้การจ าแนกประเภทด้วย
โครงข่ายประสาทเทียม (Artificial Neural Networks)  
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รูปที่ 3.1  ขั้นตอนการตรวจจับและจดจ าท่าภาษามือด้วยกล้อง Microsoft Kinect 
กล้อง Kinect มีกล้องสองตัว คือ ตัวแรกส าหรับถ่ายภาพสี RGB และอีกตัวถ่ายภาพ

อินฟราเรดส าหรับภาพความลึก ซึ่งภาพสีและความลึกท่ีได้จากกล้องเป็นดังตัวอย่างรูปที่ 3.2 ภาพสีและ
ภาพความลึกไมไ่ดซ้้อนทับกันอย่างสมบูรณ์ตามพิกเซล เนื่องด้วยมุมกล้องท่ีวางห่างกันเล็กน้อย ภาพถ่าย
จะมีพิกดัที่เริ่มต้นที่สอดคล้องกันในภาพความลึก (0,0) และภาพสี (640,480) ทั้งสองภาพที่มีขนาดภาพ 
1280x480 พิกเซล ต าแหน่งวัตถุใช้อ้างถึงเพื่อค้นหาความต่างระหว่างคอลัมน์และแถวในภาพความลึก
และภาพสี โดยพิกัดต าแหน่งจุดอ้างอิงของภาพความลึกจะน้อยกว่าภาพสีเพียงเล็กน้อย ซึ่งค่านี้จะเป็น
ดัชนีการชดเชยเพ่ือใช้การแก้ไขต าแหน่งในภาพสีและภาพความลึกให้มีต าแหน่งที่ตรงกันจากนั้นท าการ
ตรวจจับต าแหน่งส่วนมือที่ปรากฏในภาพ โดยใช้ภาพความลึกที่สัมพันธ์กับระยะห่างจากมือถึงตัวกลอ้ง 
ซึ่งวัตถุที่อยู่ใกล้กล้องจะมีความสว่างมากกว่าวัตถุที่อยู่ไกลและความสว่างจะน้อยลงเมื่อวัตถุอยู่ไกล
ออกไป คุณสมบัตินี้ท าให้สามารถระบุต าแหน่งมือได้ เนื่องจากมือจะอยู่ข้างหน้าฉากเสมอ ท าให้เกิด
ความสว่างสูงสุดในภาพความลึก จากนั้นใช้ในเทคนิคการตรวจจับ Blob Analysis ส าหรับการก าหนด
ขอบเขต ROI เพ่ือก าหนดต าแหน่งของมือ โดยศูนย์กลางของมือจะถูกค านวณเพ่ือจะไดค้่าต าแหน่งมือใน
ภาพสี โดยจะถูกรวมเข้ากับดัชนีการชดเชยเพื่อใช้ค านวณต าแหน่งของมือในภาพสีที่ถูกต้อง หลังจาก
การทดลอง พบว่า เทคนิคนี้สามารถตรวจจับภาพสัญลักษณ์มือที่ปรากฏในแต่ละเฟรมได้ เป็นอย่างดี 
แม้ว่าจะมีพ้ืนหลังที่ซับซ้อนหลากหลายสี แต่ก็สามารถให้ผลการตรวจจับที่ถูกต้อง  

ในการทดลองใช้ฐานข้อมูลประกอบด้วยภาพท่าทางมือ 720 ภาพ ส าหรับชุดฝึกการเรียนรู้ซึ่ง
มี 24 รูปแบบท่ามือ ซึ่งใช้เป็นท่าภาษามือสะกดค าภาษาไทย ดังตัวอย่างในภาพที่ 3.2 ภาพมือที่ตรวจจับ
ได้จะน าไปแยกคุณลักษณะด้วยเทคนิค HOG  ซึ่งเทคนิคนี้จะให้ค่าคุณลักษณะเวกเตอร์ของภาพ ใน
ท่าทางมือแต่ละท่าแตกต่างกันไปตามการจัดเรียงของนิ้วและทิศทางของเวกเตอร์ในส่วน ROI ของภาพ 
และค่าการกระจายตัวจะถูกสร้างขึ้นเป็นแผนภาพโพลาร์  ซึ่งมีรูปแบบที่แตกต่างกันในแต่ละท่าทางมือ 
ค่าเวกเตอร์จากการแยกคุณลักษณะด้วยเทคนิค HOG จะถูกใช้เป็นอินพุตในการจดจ าด้วยเทคนิค
โครงข่ายประสาทเทียมส าหรับการประมวลผลท่าทางมือในแต่ละเฟรม 
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รูปที่ 3.2  ล าดับภาพที่ใช้ในการตรวจจับท่าทางมือด้วยกล้อง Microsoft Kinect 
 

3.1.2 ความถูกต้องและน่าเชื่อถือของกล้อง Microsoft Kinect 
 การท างานของกล้อง Microsoft Kinect ภาพที่บันทึกจากกล้องถ่ายความลึกประกอบด้วย
ข้อมูลที่เกี่ยวข้องกับระยะห่างระหว่างกล้องกับวัตถุในฉาก วัตถุที่อยู่ใกล้กล้องจะมีความสว่างมากกว่า
วัตถุท่ีอยู่ไกลกล้องออกไป กล้องถ่ายภาพความลึกประกอบด้วยเซนเซอร์ CMOS แบบขาวด าและเครื่อง
ฉายแสงอินฟราเรดที่มีโครงสร้างเพ่ือใช้ค านวณความลึกของฉาก ท าให้ได้ภาพความลึกซึ่งช่วยให้สามารถ
ค้นหาต าแหน่งมือในฉากได้ดังการทดลองในหัวข้อ 3.1.1 คุณสมบัตินี้ท าให้สามารถระบุต าแหน่งของมือ
ในภาพสี RGB ได้ เนื ่องจากมือจะอยู ่ข้างหน้าฉากเสมอ แต่อย่างไรก็ตาม ยังจ าเป็นต้องหาความ
น่าเชื่อถือและความแม่นย าของระยะทางที่เหมาะสมในการใช้งานกล้อง Kinect ในการตรวจจับและ
จดจ าท่าทางมือสะกดนิ้วไทยที่เป็นเฉพาะท่ามือเดียวจ านวน  16 ท่ามือ ดังในรูปที่ 3.3 
 

  
รูปที่ 3.3  ท่ามือสะกดนิ้วไทยที่เป็นท่ามือเดียวใช้ในการทดลอง 
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งานวิจัยนี้จึงออกแบบเพื่อใช้ทดสอบการท างานของกล้องถ่ายภาพความลึกในการตรวจจับ
ท่าทางมือ เทคนิคที่เป็นจุดเด่นของงานที่น าเสนอนี้ คือ ไม่มีขั ้นตอนการสอนเรียนรู้ (Supervise 
learning) เพื่อลดเวลาในการค านวณ การตรวจจับมือใช้การท างานร่วมกันของภาพสี RGB และภาพ
ความลึก เพื่อตรวจจับในส่วน ROI ของมือซึ่งจะอยู่เบื้องหน้าของภาพเสมอ ดังนั้นเมื่อข้อมูลภาพความ
ลึกที่ได้รับการประมวลผลร่วมกับข้อมูลภาพสี RGB  ก็จะสามารถขจัดพื้นหลังของภาพสีและส่วนต่าง ๆ
ของร่างกายได้  ซึ่งระบบที่น าเสนอนี้ทนทานต่อสภาพแวดล้อมที่ซับซ้อน หลังจากตรวจพบต าแหน่งมือ
ในภาพสี RGB จะใช้เทคนิค HOG เพ่ือแยกคุณลักษณะของภาพมือ เนื่องจากเป็นอัลกอริทึมให้ผลลัพธ์ที่
ดีกับการตรวจจับสีผิวมนุษย์ [44] และจะส่งต่อคุณลักษณะเหล่านี้ให้กับอินพุตของโครงข่ายประสาท
เทียมเพื่อด าเนินการประมวลผลการจดจ าท่ามือที่ปรากฏในภาพ หลักการท างานของกล้อง Microsoft 
Kinect มีอุปกรณ์ออปติคัลแบบ Diffractive ร่วมกับเลเซอร์อินฟราเรดในการสร้างรูปแบบจุดส าหรับ
ฉายขนาด 2 เมกะพิกเซล แล้วก าหนดความแตกต่างระหว่างจุดแสงอินฟราเรดที่ปล่อยออกมาจาก
ต าแหน่งอ้างอิง โดยแสงอินฟราเรดนี้มี 640 จุด ในแนวนอนและ 480 จุดในแนวตั้ง และระยะห่างกัน 3 
มิลลิเมตรที่จากแหล่งก าเนิดแสง 2 เมตร โดยมีโหมดการท างานวัดความลึกของกล้องจ านวนสองช่วง คือ 
ช่วงปกติท่ัวไปและระยะใกล้ ดังรูปที ่3.4 การทดลองเพ่ือประเมินความถูกต้องของการรู้จ าภาษามือไทย 
อาสาสมัครจะสวมเสื้อเชิ้ตแขนสั้นและยืนอยู่หน้ากล้อง Kinect ท าการสะกดท่าภาษามือไทยในฉากพ้ืน
หลังที่ซับซ้อนมีสีหลากหลายและมีการท าท่าทาง 16 ท่ามือ โดยท าการทดสอบระยะห่างระหว่างกล้อง 
Kinect ตั้งแต่ 0.6 ถึง 2.8 เมตร โดยมีการเพ่ิมข้ันละ 0.2 เมตร รวมระยะทั้งหมด 12 ช่วง  
 

 
รูปที่ 3.4  ระยะการท างานของกล้องถ่ายภาพความลึกทั้งสองโหมด 
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3.1.3 การควบคุมอุปกรณ์ด้วยท่าทางมือ 
 ระบบควบคุมอุปกรณ์ด้วยท่าทางมือท างานโดยใช้กล้องถ่ายภาพสี RGB และ Raspberry pi 
เพื่อตรวจจับท่ามือของผู้สั่งการควบคุมซึ่งอยู่ที่หน้ากล้อง ระบบจะแปลความหมายค าสั่งที่ตรวจพบแล้ว
ส่งออกไปยังพอร์ต GPIO ของ Raspberry Pi  ซึ่งไดอะแกรมการท างานและอัลกอริทึมของโปรแกรม
เป็นดังรูปที่ 3.5 หลังจากระบบเริ่มท างานโดยการเปิด Raspberry Pi 3 รุ่น B ซึ่งเป็นคอมพิวเตอร์ขนาด
เล็กจะสั่งงานผ่านโปรโตคอลของเครื่องและส่งข้อมูลค าสั่งการไปยังกล้องที่ติดตั้งไว้ โดยเป็นกล้องรุ่น
Raspberry Pi Camera V2 ผ่านพอร์ตเชื่อมต่อ CSI กล้องจะส่งข้อความเตรียมพร้อมไปที่ Raspberry 
pi  แล้วระบบจึงเริ่มต้นท างาน ภาพแต่ละเฟรมมีขนาดภาพ 640x480 พิกเซล 
 

 
รูปที่ 3.5  ขัน้ตอนการท างานของระบบควบคุมอุปกรณ์ด้วยท่าทางมือ 

โดยโปรแกรมจะท าการประมวลผลภาพตรวจจับท่ามือที่ปรากฏ ซึ่งใช้เทคนิคการตรวจจับสี
ผิวมนุษยค์วบคู่ไปกับเทคนิคการไหลของแสง (Optical Flow) เพ่ือค้นหาต าแหน่งและเครื่องหมายมือที่
ปรากฏในแต่ละเฟรม การตรวจจับสีผิวต้องแปลงภาพจากระบบสี RGB ที่ได้รับจากกล้องไปสู่ระบบสี 
YCbCr ซึ่งเหมาะส าหรับแบ่งส่วนสีผิวมนุษย์ในภาพ เนื่องจากทนทานต่อการเปลี่ยนแปลงแสงสว่างใน
ภาพแวดล้อมได้ดีกว่าระบบสี RGB ส่วนเทคนิคการไหลของแสงเป็นการค านวณความเข้มของแสงที่
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เปลี่ยนไประหว่างสองเฟรมติดต่อกัน โดยค านวณการเคลื่อนที่ของพิกเซลที่มีค่าความเข้มของแสงคงที่
เมื่อเทียบกับพิกเซลรอบข้างด้วยเทคนิค Dense Optical Flow [45] หลังจากได้ต าแหน่งและภาพของ
มือจากทั้งสองเทคนิคที่ท างานร่วมกันแล้วจะค านวณหาเฉพาะเครื่องหมายของมือและลบภาพส่วนอื่นๆ 
ออกไป โดยใช้เทคนิคการค านวณรูปทรงของท่ามือที่ได้จากภาพไบนารีเพื่อหาต าแหน่งปลายนิ้ว แล้วใช้
เทคนิค Radian Fingertip Analysis (RFA) ที่น าเสนอในงานวิจัยนี้ในการจดจ าท่าทางของมือ 

หลังจากได้ภาพไบนารีแล้วจะต้องท าการค านวณหาจ านวนนิ้วมือ, ต าแหน่งศูนย์กลางฝ่ามือ, 
ระยะทางระหว่างปลายนิ้วกับศูนย์กลางฝ่ามือและต าแหน่งตรงกลางข้อมือในภาพที่ตรวจจับได้เพื่อ ใช้
ส าหรับจดจ าท่ามือดังรูปที่ 3.6 ซึ่งมขีั้นตอนกระบวนการท างานดังนี้ 

1. ค านวณหาต าแหน่งจุดศูนย์กลางฝ่ามือ CH และปลายนิ้วมือทั้งหมดที่มีในภาพ โดยใช้การหา 
Convexity Defects ของปลายนิ้วมือ พร้อมด้วยการค านวณหาฟื้นที่และความยาวของรัศมีฝ่ามือ R 

2. ค านวณหาระยะทางของแต่ละปลายนิ้วมือที่ตรวจจับได้จากต าแหน่งศูนย์กลางฝ่ามือ CH โดยใช้
ต าแหน่งพิกเซลของจุดเริ่มต้นในแต่ละ Convexity (𝑝𝑠) ของปลายนิ้วกับต าแหน่งของศูนย์กลางฝ่ามือ 
CH แล้วท าการหารด้วยรัศมีของฝ่ามือ R เรียกว่า ระยะทาง Normalize แทนด้วย 𝐷𝑛𝑜𝑟 ดังสมการที่ 
3.1 ซ่ึงแต่ละน้ิวจะต้องมีค่ามากกว่า 1.9, 𝐷𝑛𝑜𝑟 > 1.9 

 

     𝐷𝑛𝑜𝑟 =
√(𝑥𝑝𝑠−𝑥𝐶𝐻)2+(𝑦𝑝𝑠−𝑦𝐶𝐻)2 

𝑅
                            (3.1) 

        3. ค านวณหาต าแหน่งกลางข้อมือ CW เนื่องจากข้อมือเป็นส่วนที่จะอยู่ในทิศทางตรงกันข้ามกับ
นิ้วมือและจะอยู่ด้านล่างของภาพเสมอ โดยจะค านวณจาก 1.3 เท่าของระยะรัศมีฝ่ามือ R และหา
ต าแหน่งสีขาวด้านซ้ายสุดและขวาสุดของข้อมือ ซึ่งตรงกลางข้อมือก็คือจุดตรงกลางของต าแหน่งทั้งสอง 
       4. ค านวณหามุมเอียงของฝ่ามือ โดยใช้เส้นตรงระหว่างจุดตรงกลางข้อมือ CW กับจุดศูนย์กลางฝ่า
มือ CH เป็น 𝑦𝑡 และ 𝑥𝑡 แทนด้วยค่า 𝛼𝑟𝑎𝑑 

 

         𝛼𝑟𝑎𝑑 = 𝑡𝑎𝑛−1 (
𝑦𝑡

𝑥𝑡
)                                 (3.2) 

        5. ค านวณหามุมเรเดียนของปลายนิ ้วมือแต่ละนิ ้ว  โดยใช้เส้นตรงระหว่างจุดเริ ่มต้นของ 
Convexity (𝑝𝑠) กับจุดศูนย์กลางฝ่ามือ CH เป็น 𝑦𝑝 และ 𝑥𝑝 และรวมเข้ากับมุมเอียงของฝ่ามือ แทน
ด้วยค่า 𝑟𝑎𝑑 

         𝑟𝑎𝑑  = 𝑡𝑎𝑛−1 (
𝑦𝑝

𝑥𝑝
) + 𝑟𝑎𝑑                           (3.3) 
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       6. ค านวณหาชื่อนิ้วมือในภาพจากระยะทาง 𝐷𝑛𝑜𝑟 และมุม 𝑟𝑎𝑑 เพ่ือประมวลผลท่ามือที่ปรากฏ

ในภาพที่ตรวจจับได้ 

 

รูปที่ 3.6  จุดต าแหน่งบนฝามือที่ใช้ในการค านวณตรวจจับท่ามือ 

 

3.2 วงจรควำมต้ำนทำนแบบโค้งงอ 
 อุปกรณ์ความต้านทานแบบโค้งงอมีคุณสมบัติความต้านทานเปลี่ยนแปลงตามการงอตัวของ

อุปกรณด์ังได้กล่าวไว้ในหัวข้อที่ 2.4 ซึ่งในส่วนหัวข้อนี้จะกล่าวถึงการออกแบบน ามาใช้ในงานวิจัยนี้ โดย
มีรายละเอียดดังนี้ 

3.2.1 การออกแบบวงจร 
โครงสร้างความต้านทานแบบโค้งงอเป็นหมึกพิมพ์น าไฟฟ้าถูกพิมพ์อยู่บนแผ่นฉนวนรองรับ 

แบบยืดหยุ่น ผงหมึกพิมพ์มีคุณสมบัติน าไฟฟ้า โดยถ้ามีการงอตัวที่มุม 45° ความต้านทานจะอยู่ที่
ประมาณ 75 kΩ ที่มุม 90° ความต้านทานนี้จะอยู่ที่ประมาณ 125 kΩ เมื่อเซนเซอร์ถูกปรับให้อยู่ใน
แนวราบอีกครั้ง ความต้านทานจะกลับสู่ค่าเดิม ดังนั้นเราจึงสามารถวัดมุมงอได้โดยดูจากค่าความ
ต้านทานที่เกิดขึ้น ในทางทฤษฎี ค่าของ  𝑅𝑠 (kΩ) ในวงจร Operational Amplifier ที่ใช้งานสัมพันธ์กับ
มุมที่เกิดขึ้นดังสมการที่ 3.4 

𝑅𝑠 = 100 ∙  
𝜃

180
 +  25.                                      (3.4) 
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       ส่วนวงจรบัฟเฟอร์แบบปรับได้ (Adjustable Buffer) ที่ใช้งานสามารถเพ่ิมโพเทนชิออมิเตอร์ 
(Potentiometer) ลงในวงจรเพื่อปรับช่วงแรงดันขาออก 𝑉𝑜𝑢𝑡  โดยสามารถหาค่าได้จากสมการที่ 3.5 

 𝑉𝑜𝑢𝑡 = (
𝑅𝑠

𝑅𝑠+𝑅1
𝑉) ∙ (1 +

𝑅2

𝑅3+𝑅4
 ) − 𝑉𝑅4

                   (3.5) 

โดยที่ 𝑅1 คือความต้านทานไบอัสให้กับความต้านทานแบบโค้งงอมีค่าคงที่และ 𝑅𝑠 คือความ
ต้านทานไฟฟ้าผันแปร ซึ่งเปลี่ยนค่าตามการโค้งงอที่ท าให้เกิดความเครียดแรงดันตกคร่อม  𝑅𝑠 เป็น
แรงดันขาเข้า 𝑉𝑖𝑛  ส่งต่อไปที่วงจรขยาย 

 

 

รูปที่ 3.7 วงจรมัลติเพล็กซ์ส าหรับอ่านค่าสัญญาณจากความต้านทานแบบโค้งงอ 
 ดังนั้นจากสมการที่ 3.4 และ 3.5 แสดงถึงความสัมพันธ์เชิงเส้นตรงระหว่างมุม  และแรงดัน

แรงดันขาออก 𝑉𝑜𝑢𝑡  โดยการติดตั้งต าแหน่งการอ่านค่าการเปลี่ยนแปลงแรงดันขาออก 𝑉𝑜𝑢𝑡  จากความ
ต้านทานแบบโค้งงอ แต่ละตัวใช้ IC Multiplex เบอร์74HC4067 ดังรูปที่ 3.7 เพื่อเลือกต าแหน่งของ
สัญญาณที่ต้องการอ่านค่าเอาต์พุตจาก Multiplexer เข้าสู่วงจรบัฟเฟอร์แบบปรับค่าได้ ซึ ่งได้เพ่ิม 
Potentiometer ( 𝑅4) ลงไปเพื่อปรับช่วงความไว (Sensitivity) ได้ จากนั้นสัญญาณที่ออกจากวงจร
บัฟเฟอร์ถูกวัดค่าแรงดันไฟฟ้าโดยใช้ตัวแปลง Analog to Digital (A/D) ที่มีอยู่ในอุปกรณ์ Arduino 
microcontroller สัญญาณที่ได้ถูกบันทึกเพ่ือน าไปทดสอบในล าดับถัดไป เนื่องจากมีคุณสมบัติที่โก่งตัว
ไดข้องความต้านทานแบบโค้งงอ จึงสามารถน ามาติดตั้งบริเวณจุดหมุนที่ข้อนิ้วมือได้ ซึ่งขณะการจับวัตถุ
หรือจัดการของมือ เซนเซอร์จะมีการโก่งตัวรองรับกับการจัดเรียงนิ้วมือไปตามรูปทรงของวัตถุท าให้เกิด
การเปลี่ยนแปลงความต้านทาน ซึ่งจะมีความเฉพาะตัวแตกต่างกันไปตามแต่ละท่ามือ ในงานวิจัยนี้ได้ใช้
คุณสมบัติดังกล่าวใน 2 หัวข้อการทดลอง คือ การสร้างถุงมือเซนเซอร์เพื่อจดจ าท่ามือจากถุงมือแบบ 16 
DoF (Degree of Freedom) และการใช้ความต้านทานแบบโค้งงอติดที่นิ้วโป้งเพื่อใช้การเปลี่ยนแปลง
ของสัญญาณเอาต์พุตไปเพิ่มประสิทธิภาพการตรวจจับและจดจ าท่ามือจับวัตถุในท่ามือต่าง ๆ 
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3.2.2 การพัฒนาถุงมือเซนเซอร์แบบ 16 DoF 
 การพัฒนาถุงมือเซนเซอร์ในงานวิจัยนี้ได้น าความต้านทานแบบโค้งงอติดตั้งบริเวณจุดหมนุที่
ข้อนิ้วมือและข้อมือรวมจ านวน 16 DoF ซึ่งขณะการจับวัตถุหรือจัดการของมือ เซนเซอร์จะมีการโก่งตัว
รองรับกับการจัดเรียงนิ้วมือไปตามรูปทรงของวัตถุ ซึ่งจะมีความเฉพาะตัวแตกต่างกันไปตามแต่ละท่ามือ 
ถุงมือเซนเซอร์ที่พัฒนาเพื่อใช้ในการทดลองในงานวิจัยนี้เป็นดังรูปที่ 3.8 
 

  
รูปที่ 3.8 ถุงมือที่ติดตั้งความต้านทานแบบโค้งงอแบบ 16 DoF 
 

หลังจากการจับวัตถุในท่ามือต่าง ๆ ก็จะได้สัญญาณเอาต์พุตซึ่งจะแปลง A/D บันทึกข้อมูล
ของเซนเซอร์ในแต่ตัวจ านวน 16 แถว ท าการจัดเรียงเป็นเมทริกซ์ ดังสมการที่ 3.6 ซึ่งในงานวิจัยนี้จะใช้ 
2 เทคนิคในการแปลงข้อมูลสัญญาณดังกล่าวเป็นรูปภาพ 

 𝐼 =

[
 
 
 
 
𝑇1(1) 𝑇1(2) 𝑇1(3)
𝑇2(1) 𝑇2(2) 𝑇2(3)
𝑇3(1) 𝑇3(2) 𝑇3(3)

⋯

𝑇1(1200)
𝑇2(1200)
𝑇3(1200)

⋮                     ⋱
𝑊(1) 𝑊(2) 𝑊(3)    𝑊(1200)]

 
 
 
 

                                        (3.6) 

 
เมื่อจัดเรียงเมทริกซ์ข้อมูลที่ได้จากเซนเซอร์เป็นข้อมูลภาพจะได้ดังรูปที่ 3.9 โดยแต่ละแถวจะ

เป็นต าแหน่งของเซนเซอร์ ซึ่งมีจ านวน 16 แถวและในแนวคอลัมน์จะเป็นข้อมูลที่เกิดขึ้นตามเวลาที่
บันทึก 0-10 วินาที จ านวน 1200 คอลัมน์ หลังจากนั ้นใช้เทคนิค Nearest interpolation และ 
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Gramian Angular Fields (GAF) [56] ในการแปลงสัญญาณที่ได้เป็นภาพเพื่อใช้ส าหรับทดสอบด้วย
โครงข่ายประสาทแบบ CNN ต่อไป 

   
รูปที่ 3.9 รูปจากการจัดเรียงเมทริกซ์ข้อมูลขนาด 16x1200 
 

3.2.2.1 การแปลงด้วยวิธ ี Nearest interpolation เนื ่องจากภาพที ่ได้จากการแปลงด้วยวิธี 
Nearest interpolation จะไม่ท าให้เกิดการรวมกันของข้อมูลในแต่ละช่องสัญญาณ ภาพที่ขยายจึง
ยังคงมี 16 ช่อง แต่มีขนาด 227 × 227 × 3 พิกเซล เป็นไปตามข้อก าหนดของ AlexNet โดยวิธีการ
แปลงขนาดภาพด้วยวิธี Nearest interpolation เป็นดังสมการที่ 3.7 

 
 
             𝐼 ′(𝑥 ′,𝑦 ′) = 𝐼(𝑟𝑜𝑢𝑛𝑑{𝑓𝑥

−1(𝑥 ′, 𝑦′)}𝑟𝑜𝑢𝑛𝑑{𝑓𝑦
−1(𝑥 ′, 𝑦′)})                   (3.7) 

 
โดย 𝐼 ′(𝑥 ′,𝑦 ′) คือ ภาพที่ได้หลังจากแปลงขนาด 

           𝐼   คือ ภาพที่แปลงขนาด 
                      𝑥 ′   คือ ค่าในต าแหน่งพิกัดแกน X ของภาพต้นฉบับ 
                      𝑦′   คือ ค่าในต าแหน่งพิกัดแกน Y ของภาพต้นฉบับ 

ผลของการเปลี ่ยนแปลงความต้านทานถูกบันทึกในรูปแบบของแรงดันเอาต์พุต ซึ่ง
เปลี่ยนแปลงตามการงอนิ้วมือ ซึ่งในรูปที่ 3.10 เป็นภาพตัวอย่างหลังแปลงสัญญาณที่ได้ในบางท่ามือจับ
วัตถุ พบว่าเมื่อมีการงอนิ้วมือที่แตกต่างกันทั้งลักษณะและความสูงของเส้นกราฟย่อมแตกต่างกัน ดังนั้น
เมื่อมีการจับวัตถุซึ่งท่ามือที่ใช้ในการจับวัตถุจะสามารถวิเคราะห์ได้จากลักษณะกราฟที่เกิดขึ้น โดย
ลักษณะท่ามือจับแบบ Large Diameter, Medium Wrap และ Small Diameter จะมีลักษณะในการ
จับที่เหมือนกัน แตกต่างกันแค่ขนาดของวัตถุ ซึ่งสังเกตได้ว่าความสูงของกราฟที่เกิดจากท่า Small 
Diameter จะสูงที่สุด รองลงมาคือ Medium Wrap และต ่าสุดคือ Large Diameter เนื่องจากท่าจับ
แบบ Small Diameter จะมีมุมงอที่เกิดขึ้นมากที่สุด เป็นผลให้ความสูงของสัญญาณมากที่สุดตามไป
ด้วย ในขณะเดียวกันส าหรับ ขั้นตอนสุดท้ายจะแปลงเป็นข้อมูลภาพสีด้วยวิธี Color mapping ในระบบ
สี RGB ดังรูปที ่3.10 ซึ่งภาพที่ได้จะถูกก าหนดขนาดที่ 227 x 227 pixels และเป็นภาพ 3 เลเยอร์น าไป
เป็นชุดข้อมูลส าหรับทดสอบด้วยโครงข่าย CNN ต่อไป 
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รูปที่ 3.10  สัญญาณและรูปสีขนาด 227x227 พิกเซล ที่ได้แปลงภาพด้วยวิธี Color mapping 
 

3.2.2.2 การแปลงด้วยวิธี Gramian Angular Fields (GAF) เทคนิคนี้เป็นการแปลงข้อมูลอนุกรม
เวลาหนึ่งมิติเป็นภาพสองมิติ GAF เป็นการเข้ารหัสอนุกรมเวลาลงในภาพโดยใช้เมทริกซ์ที่อ้างอิงตาม
พิกัดเชิงขั้ว ซึ่งอัลกอริทึมนี้นิยมใช้ส าหรับการแปลงข้อมูลอนุกรมเวลาเป็นข้อมูลภาพ โดยยังสามารถ
รักษา Temporal correlation แบบสัมบูรณ์ไว้ได้ จากอนุกรมเวลา 𝑋 = {𝑥 1, 𝑥 2, … , 𝑥 𝑛} ของข้อ
มูลค่าจริง 𝑛 จ านวน อนุกรมเวลาดั้งเดิม 𝑥 จะถูกท าให้เป็นมาตรฐานในช่วง [-1,1] หรือ [0,1] ซึ่ง
สามารถแสดงได้ ดังต่อไปนี้ 

 
 
                     𝑥 −1

𝑖 =
(𝑥𝑖−max(𝑋))+(𝑥𝑖−min(𝑋))

max(𝑋)−min (𝑋)
                                                                                 (3.8)  

                         𝑥 0
𝑖 =

(𝑥𝑖−𝑚𝑖𝑛(𝑋)

𝑚𝑎𝑥(𝑋)−𝑚𝑖𝑛 (𝑋)
                                                                          (3.9) 

 
 
    จากนั้นก็จะต้องแปลงอนุกรมเวลาหนึ่งมิติจากระบบพิกัดคาร์ทีเซียนเป็นระบบพิกัดเชิงขั้ว 
ซึ่งสามารถแสดงเป็น             
                 

                               {
𝜙𝑖 = arccos(𝑥 𝑖) ,    − 1 ≤ 𝑥 𝑖 ≤ 1, 𝑥 𝑖 𝜖 𝑋

 ′

𝑟𝑖 =
𝑖

𝑁
                                        𝑖 𝜖 𝑁             

                                        (3.10) 

 
โดยที่ผกผัน Cosine ของข้อมูลทีท่ า Normalize แล้ว โดย 𝑥 𝑖  ถูกน ามาเป็นมุม 𝜙𝑖 ในระบบ

พิกัดเชิงขั้วและท าการ Label เวลาที่ i/N จะใช้เป็นรัศมี การประมวลผลข้อมูลโดยด าเนินการท าให้เป็น 
Normalize ทั้งสองรูปแบบข้อมูลที่มีช่วงมุมต่างกัน เมื่อแปลงเป็นระบบพิกัดเชิงขั้ว ช่วงมุมของฟังก์ชัน 
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Cosine ที่มีการสอดคล้องกับข้อมูลภายในช่วง [0, 1] คือ [0, π/2] และมุมที่สอดคล้องกับข้อมลูในช่วง 

[-1, 1] คือ [0, π ]วิธีการนี้ขึ้นอยู่กับระบบพิกัดเชิงขั้ว ซึ่งให้มุมมองใหม่ส าหรับการท าความเข้าใจ
อนุกรมเวลา นั่นคือ เมื่อเวลาผ่านไป ค่าของล าดับจะแปรผันจากการเปลี่ยนแปลงของแอมพลิจูดเดิมไป
จนถึงการเปลี ่ยนแปลงเชิงมุมในระบบพิกัดเชิงขั ้ว โดยการค านวณผลรวมต่อส่วนต่างของฟังก์ชัน
ตรีโกณมิติระหว่างจุดสุ่มตัวอย่าง ความสัมพันธ์ของเวลาระหว่างจุดสุ่มตัวอย่างจะถูกระบุจากมุมมอง
ของมุม โดยจะได้  Gramian Angular Summation Field (GASF)  ดังนี้ 

 

                       𝐺𝐴𝑆𝐹 = [

cos(𝜙1 + 𝜙1)  …   cos(𝜙1 + 𝜙𝑛) 

cos(𝜙2 + 𝜙1)  …   cos(𝜙2 + 𝜙𝑛) 
…                …                  …

cos(𝜙𝑛 + 𝜙1)  …   cos(𝜙𝑛 + 𝜙𝑛) 

]                                         (3.11) 

        

                  𝐺𝐴𝑆𝐹 = 𝑋  ′. 𝑋  − √𝐼 − 𝑋  2
′
. √𝐼 − 𝑋  2                     (3.12) 

     
𝐼 คือเวกเตอร์แถวหน่วย [1, 1, ...., 1] หลังจากแปลงเป็นระบบพิกัดเชิงขั้วแล้ว เราน าอนุกรมเวลาที่แต่
ละข้ันตอนเป็นพื้นที่เมตริกซ์ 1 มิติ โดยการก าหนดให้  < 𝑥, 𝑦 > = 𝑥. 𝑦 − √1 − 𝑥2. √1 − 𝑦2  
และ 𝐺 คือเมทริกซ์ Gramian  
  

       𝐺 = [

< 𝑥 1, 𝑥 1 >   …    < 𝑥 1, 𝑥 𝑛 >
< 𝑥 2, 𝑥 1 >   …    < 𝑥 2, 𝑥 𝑛 >
…                …                  …

< 𝑥 𝑛, 𝑥 1 >   …    < 𝑥 𝑛, 𝑥 𝑛 >

]                                           (3.13) 

 
 

เทคนิค GAF ถูกน ามาใช้เพื่อแปลงข้อมูลอนุกรมเวลาหนึ่งมิติเป็นข้อมูลสองมิติ โดยมีสาม
ขั้นตอนดังนี้ การปรับขนาด การแปลงแกนพิกัดและฟังก์ชันตรีโกณมิติ เพื่อน ามาใช้กับงานประมวลผล
ภาพของคอมพิวเตอร์ ซึ่งจะได้ภาพตัวอย่างดังรูปที่ 3.11 
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 รูปที่ 3.11  สัญญาณและรูปสีขนาด 227x227 พิกเซล ที่ได้จากการแปลงภาพด้วยเทคนิค GAF   
 

3.2.3 ท่ามือจับวัตถุส าหรับถุงมือเซนเซอร์ 
งานวิจัยถุงมือเซนเซอร์ส าหรับจดจ าท่ามือขณะจับวัตถุเพ่ือน าไปใช้ในการควบคุมการจับวัตถุ

ของระบบหุ่นยนต์ได้ใช้ท่ามือในการทดสอบ 20 ท่ามือ ได้แก่ Large Diameter , Medium Wrap, 
Small Diameter, Fixed Hook, Index Finger Extension, Thump Index Finger, Thump 2Finger, 
Thump 3Finger, Thump 4Finger, Writing Tripod, Tip Pinch, Power Sphere, Power Disk, 
Precision Disk, Tripod, Lateral Tripod, Parallel Extension, Extension Type, Literal Pinch 
และ Ring รวมทั้งหมดเป็น 20 ท่ามือ ในแต่ละท่าจับมีลักษณะการงอนิ้วที่แตกต่างกัน ซึ่งจุดหมุนของข้อ
นิ้วในแต่ละจุดที่ติดตั้งเซนเซอร์ไว้จะท าให้ค่าความต้านทานเปลี่ยนแปลงไปตามด้วย โดยจะค่อยๆ 
เพิ่มขึ้นเมื่อมีการงอนิ้วเพื่อจัดการวัตถุตามลักษณะรูปทรงของวัตถุและการน าไปใช้งานในแต่ะละท่ามือ
จับ โดยในแต่ละท่ามือจับใช้วัตถุ 5 ชิ้น แล้วจับวัตถุละ 40 ครั้ง ซึ่งจะได้จ านวน 200 ชุดข้อมูลต่อท่ามือ
จับ แต่บางท่ามืออาจใช้วัตถุชนิดเดียวกัน ซึ่งสัญญาณเอาต์พุตแต่ละท่ามือจับจะมีขนาดแรงดันไฟฟ้าที่
แตกต่างกันอย่างเฉพาะเจาะจง โดยฐานข้อมูลสัญญาณการเปลี่ยนแปลงแรงดันไฟฟ้าขณะจับวัตถุของถุง
มือเซนเซอร์ที่ใช้ในแปลงเป็นภาพด้วยเทคนิค Nearest interpolation และ Gramian Angular Fields 
เพ่ือทดสอบระบบถุงมือเซนเซอร์ รวมทั้งหมดจ านวน 4,000 ชุดข้อมูล ซึ่งท่ามือจับวัตถุและชนิดวัตถุท่ีใช้
ในงานวิจัยนี้เป็นดังตารางที่ 3.1  
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ตำรำงท่ี 3.1  ท่ามือจับและวัตถุแต่ละชนิดที่ใช้ในงานวิจัยถุงมือเซนเซอร์ 

 
ท่ามือจับ 

 

 
วัตถุท่ี 1 

 

 
วัตถุท่ี 2 

 

 
วัตถุท่ี 3 

 

 
วัตถุท่ี 4 

 

 
วัตถุท่ี 5 

 

Large 
Diameter 

Can Cup Box Bottle 1 Bottle 2 

Medium 
Wrap 

Can Remote TV Knife Phone Bottle 

Small 
Diameter 

Ladle Pen Wrench Toothbrush Spoon 

Fixed 
Hook 

Ladle Pen Wrench Toothbrush Spoon 

Index 
Finger 
Extension 

Ladle Pen Wrench Toothbrush Spoon 

Thumb 
Index 
Finger 

Key Spoon Credit Card Bill Paper 
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ตำรำงท่ี 3.1  ท่ามือจับและวัตถุแต่ละชนิดที่ใช้ในงานวิจัยนี้ถุงมือเซนเซอร์(ต่อ) 

 
ท่ามือจับ 

 

 
วัตถุท่ี 1 

 

 
วัตถุท่ี 2 

 

 
วัตถุท่ี 3 

 

 
วัตถุท่ี 4 

 

 
วัตถุท่ี 5 

 

Thumb 2 
Finger 

Ladle Pen Wrench Toothbrush Spoon 

Thumb 3 
Finger 

Ladle Pen Wrench Toothbrush Spoon 

Thumb 4 
Finger 

Ladle Pen Wrench Toothbrush Spoon 

Writing 
Tripod 

Pen 1 Pen 2 Wrench Toothbrush Spoon 

Tip Pinch Key Spoon Credit Card Bill Paper 

Power 
Sphere 

Ball 1 Ball 2 Ball 3 Ball 4 ball 5 
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ตำรำงท่ี 3.1  ท่ามือจับและวัตถุแต่ละชนิดที่ใช้ในงานวิจัยถุงมือเซนเซอร์ (ต่อ) 

 
ท่ามือจับ 

 

 
วัตถุท่ี 1 

 

 
วัตถุท่ี 2 

 

 
วัตถุท่ี 3 

 

 
วัตถุท่ี 4 

 

 
วัตถุท่ี 5 

 

Power 
Disk 

Can Cup Disk Tap 1 Tap 2 

Precision 
Disk 

Can 1 Cup Disk Tap 1 Tap 2 

Tripod Watch Lock Bottle Cap 1 Bottle Cap 2 Bottle Cap 3 

Lateral 
Tripod 

Watch  Lock  Bottle Cap 1 Bottle Cap 2 Bottle Cap 3 

Parallel 
Extension 

Bowl Smart Phone Book Wallet Disk 

Extension 
Type 

Bowl Smart Phone Book Wallet Disk 
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ตำรำงท่ี 3.1  ท่ามือจับและวัตถุแต่ละชนิดที่ใช้ในงานวิจัยนี้ถุงมือเซนเซอร์(ต่อ) 

 
ท่ามือจับ 

 

 
วัตถุท่ี 1 

 

 
วัตถุท่ี 2 

 

 
วัตถุท่ี 3 

 

 
วัตถุท่ี 4 

 

 
วัตถุท่ี 5 

 

Literal 
Pinch 

Key Spoon Credit Card Bill Paper 

Ring Can 1 Can 2 Can 3 Bottle 1 Bottle 2 

 

3.3 ระบบเพ่ิมประสิทธิภำพกำรตรวจจับและจดจ ำท่ำมือจับวัตถุ  
 งานวิจัยนี้น าเสนอระบบการเพิ่มประสิทธิภาพการตรวจจับและจดจ าท่าทางมือจับวัตถุใน

ระบบอีโก้เซ็นทริควิชั่นในสภาพแวดล้อมที่มีความเข้มแสงสว่างต ่า โดยท างานร่วมกันระหว่างการปรับค่า
แกมมาด้วยเทคนิค AGCWD กับความต้านทานแบบโค้งงอที่ติดอยู่กับนิ้วโป้ง ซึ่งข้อมูลภาพจะบันทึกโดย
ใช้กล้องติดศีรษะและใช้ท่ามือจับวัตถุ 18 ท่ามือ ที่แตกต่างกันในแต่ละชนิดตามรูปทรงของวัตถุ โดยแต่
ละท่ามือจับใช้วัตถุ 5 ชิ้น แต่บางท่ามืออาจใช้วัตถุชนิดเดียวกัน ซึ่งสัญญาณเอาต์พุตแต่ละท่ามือจับจะมี
ขนาดแรงดันไฟฟ้าที่แตกต่างกันอย่างเฉพาะเจาะจง โดยฐานข้อมูลภาพที่ใช้ในการทดสอบระบบมี  200 
ภาพต่อท่ามือจับ รวมทั้งหมดจ านวน 3600 ภาพ เทคนิคที่น าเสนอประกอบด้วย 4 ขั้นตอนหลัก คือ 
การปรับปรุงค่าแกมมาของภาพ การค านวณพารามิเตอร์การจับ โครงข่ายประสาทคอนโวลูชัน YOLOv2 
และการประเมินและจดจ าท่ามือจับ ซึ่งไดอะแกรมการท างานเป็นดังรูปที่ 3.12 โดยระบบจะรับภาพที่มี
ความเข้มแสงสว่างในระดับต่าง ๆ ซึ ่งถูกจ าลองจากการปรับค่า Contrast (α) และค่าแกมมา (𝛾) 
หลังจากน าเข้าภาพอินพุตระบบจะปรับปรุงภาพให้มีความสว่างมากขึ้นโดยใช้เทคนิค AGCWD ซึ่งใช้
น ้าหนักของพารามิเตอร์ 𝑔𝑓 ที่ได้จากค่าเฉลี่ยสัญญาณการเปลี่ยนแปลงแรงดันไฟฟ้าเอาต์พุตของวงจร
ความต้านทานแบบโค้งงอ แล้วส่งต่อให้เทคนิค YOLOv2 ซึ่งมีประสิทธิภาพสูงในการตรวจจับและจดจ า
วัตถุในภาพ โดยการทดลองจะใช้ Pretrained CNN ทั้งหมด 3 โมเดล คือ VGG16, ResNet 50  และ 
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GoogLeNet หลังจากได้ผลการตรวจจับและจดจ าท่ามือ จะถูกประเมินผลการจดจ าโดยใช้ค่า IoU เพ่ือ
น าไปค านวณค่า Accuracy, Precision, Recall และ Average Precision ของระบบ 

 

 
 

รูปที่ 3.12  ขั้นตอนการท างานระบบตรวจจับและจดจ าท่ามือจับวัตถุในสภาวะความเข้มแสงสว่างต ่า 

 

3.4 กำรเก็บรวบรวมฐำนข้อมูลภำพและสัญญำณวงจรควำมต้ำนทำนแบบโค้งงอ 
3.3.1 การเก็บรวบรวมฐานข้อมูลภาพ 

รูปแบบของท่าจับมือขึ้นอยู่กับรูปทรงของวัตถุท่ีต้องการจับและการน าไปใช้งาน ดังนั้นเพ่ือให้
สอดคล้องกับท่ามือจับที่ใช้ในการทดสอบจึงได้จัดวัตถุที่เหมาะกับการใช้มือจับวัตถุในแต่ละท่ามือจับ 
โดยมีการติดความต้านทานแบบโค้งงอที่นิ้วโป้งเพื่อน าการเปลี่ยนแปลงของสัญญาณเอาต์พุตไปเพ่ิม
ประสิทธิภาพการตรวจจับและจดจ าท่ามือจับวัตถุ ซึ่งสัญญาณมีการเปลี่ยนแปลงขณะใช้มือจับวัตถุ
แตกต่างกันจากการโค้งงอของนิ้วโป้งขณะจับวัตถุเพ่ือจัดการวัตถุในท่ามือต่าง ๆ ดังตัวอย่างภาพการจับ
ขวดด้วยท่ามือ Large Diameter  ในรูปที่ 3.13 โดยท าการจับวัตถุแต่ละชนิดพร้อมกับบันทึกภาพใน
มุมมองต่าง ๆ ด้วยกล้อง Logitech รุ่น C270 ทีติ่ดบริเวณศีรษะและด าเนินการบันทึกในเวลากลางวันที่
ความละเอียดของภาพขนาด 640 × 480 พิกเซล โดยในแต่ละท่ามือจับใช้วัตถุ 5 ชิ้น จ านวน 40 ภาพ
ต่อวัตถุ รวมหนึ่งท่ามือจับจะมีจ านวน 200 ภาพ ดังนั้นในการทดลองได้ใช้ 18 ท่ามือ รวมเป็นทั้งหมด 
3600 ข้อมูล ซึ่งถูกก าหนดเป็นชุดข้อมูลที่น าไปท า Label ภาพเพื่อเป็นชุดฐานข้อมูลส าหรับฝึกการ
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เรียนรู้ของเทคนิค YOLOv2 และทดสอบในสภาวะความเข้มแสงสว่างของสภาพแวดล้อมต่าง ๆ ต่อไป 
ซึ่งท่ามือจับวัตถุและชนิดวัตถุท่ีใช้ในงานวิจัยนี้เป็นดังตารางที่ 3.2 

 

  
รูปที่ 3.13 ภาพตัวอย่างทีบ่ันทึกขณะใช้มือจับวัตถุพร้อมความต้านทานแบบโค้งงอ 
 

ตำรำงท่ี 3.2  ท่ามือจับและวัตถุแต่ละชนิดที่ใช้ในงานวิจัยเพ่ิมประสิทธิภาพตรวจจับท่ามือ 

 
ท่ามือจับ 

 

 
วัตถุท่ี 1 

 

 
วัตถุท่ี 2 

 

 
วัตถุท่ี 3 

 

 
วัตถุท่ี 4 

 

 
วัตถุท่ี 5 

 

Large 
Diameter 

Can Cup Box Bottle 1  Bottle 2  

Medium 
Wrap 

Can Remote TV Knife Phone Bottle 
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ตำรำงท่ี 3.2  ท่ามือจับและวัตถุแต่ละชนิดที่ใช้ในงานวิจัยเพ่ิมประสิทธิภาพตรวจจับจ าท่ามือ (ต่อ) 

 
ท่ามือจับ 

 

 
วัตถุท่ี 1 

 

 
วัตถุท่ี 2 

 

 
วัตถุท่ี 3 

 

 
วัตถุท่ี 4 

 

 
วัตถุท่ี 5 

 

Small 
Diameter 

Ladle Pen Wrench Toothbrush Spoon 

Fixed 
Hook 

Ladle Pen Wrench Toothbrush Spoon 

Index 
Finger 
Extension 

Ladle Pen Wrench Toothbrush Spoon 

Thumb 
Index 
Finger 

Key Spoon Credit Card Bill Paper 

Thumb 2 
Finger 

Ladle Pen Wrench Toothbrush Spoon 

Writing 
Tripod 

Pen 1 Pen 2 Wrench Toothbrush Spoon 
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ตำรำงท่ี 3.2  ท่ามือจับและวัตถุแต่ละชนิดที่ใช้ในงานวิจัยเพ่ิมประสิทธิภาพตรวจจับจ าท่ามือ (ต่อ) 

 
ท่ามือจับ 

 

 
วัตถุท่ี 1 

 

 
วัตถุท่ี 2 

 

 
วัตถุท่ี 3 

 

 
วัตถุท่ี 4 

 

 
วัตถุท่ี 5 

 

Tip Pinch Key Spoon Credit Card Bill Paper 

Power 
Sphere 

Ball 1 Ball 2 Ball 3 Ball 4 ball 5 

Power 
Disk 

Can Cup Disk Tap 1 Tap 2 

Precision 
Disk 

Can 1 Cup Disk Tap 1 Tap 2 

Tripod Watch Lock Bottle Cap 1 Bottle Cap 2 Bottle Cap 3 

Lateral 
Tripod 

Watch  Lock  Bottle Cap 1 Bottle Cap 2 Bottle Cap 3 
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ตำรำงท่ี 3.2  ท่ามือจับและวัตถุแต่ละชนิดที่ใช้ในงานวิจัยเพ่ิมประสิทธิภาพตรวจจับจ าท่ามือ (ต่อ) 

 
ท่ามือจับ 

 

 
วัตถุท่ี 1 

 

 
วัตถุท่ี 2 

 

 
วัตถุท่ี 3 

 

 
วัตถุท่ี 4 

 

 
วัตถุท่ี 5 

 

Parallel 
Extension 

Bowl Smart Phone Book Wallet Disk 

Extension 
Type 

Bowl Smart Phone Book Wallet Disk 

Literal 
Pinch 

Key Spoon Credit Card Bill Paper 

Ring Can 1 Can 2 Can 3 Bottle 1 Bottle 2 

 

3.3.2 สัญญาณวงจรความต้านทานแบบโค้งงอ 
 ความต้านทานแบบโค้งงอที่ติดอยู่กับนิ้วโป้งเพ่ือให้ข้อมูลเกี่ยวกับการเคลื่อนไหวและต าแหน่ง
ของนิ้ว จากนั้นจึงท าการเก็บข้อมูลการเปลี่ยนแปลงของสัญญาณเอาต์พุต ซึ่งจะแปลงเป็นข้อมูลดิจิตอล
ด้วยไมโครคอนโทรลเลอร์ Arduino ข้อมูลที่ได้นี ้ใช้เพื่อก าหนดค่าพารามิเตอร์การถ่วงน ้าหนักของ
เทคนิค AGCWD ในส่วนการปรับปรุงรูปภาพอินพุตที่มีความเข้มแสงสว่างในค่าต่าง ๆ  สัญญาณความ
ต้านทานแบบโค้งงอที่ได้เป็นการตอบสนองของเซนเซอร์ดังรูปที่ 3.14 โดยการเริ่มต้นด้วยท่ามือที่พร้อม
ส าหรับจับวัตถุและเมื่อจับวัตถุนิ้วมือจะมีการจัดเรียงบนวัตถุจนนิ่งและแรงดันเอาต์พุตของวงจรคงที่ 
หลังจากนั้นจะต้องค านวณค่าเฉลี่ยของแรงดันเอาต์พุต โดยสัญญาณแรงดันเอาต์พุตในการจับอาจ
แตกต่างกันไปข้ึนอยู่กับท่ามือจับและลักษณะรูปร่างของวัตถุ 

     

     

     

     



 
 

63 

 

รูปที่ 3.14 ตัวอย่างสัญญาณเอาต์พุตวงจรความตา้นทานแบบโค้งงอขณะใช้มือจับวัตถุ 
การใช้ความต้านทานแบบโค้งงอติดที่นิ้วโป้งเพื่อน าการเปลี่ยนแปลงของสัญญาณเอาต์พุตไป

เพิ่มประสิทธิภาพการตรวจจับและจดจ าท่ามือจับวัตถุ ซึ่งใช้สัญญาณที่มีการเปลี่ยนแปลงขณะมือจับ
วัตถุ โดยการเพิ่มประสิทธิภาพการตรวจจับและจดจ าท่ามือจับวัตถุใช้ความแตกต่างกันจากการโค้งงอ
ของนิ้วโป้งขณะจับวัตถุเพื่อจัดการวัตถุในท่ามือต่าง ๆ ซึ่งสัญญาณเอาต์พุตที่ได้จากเซนเซอร์ที่ติดไว้ที่
นิ้วโป้งขณะจับวัตถุในท่ามือที่แตกต่างกัน งานวิจัยนี้ได้ใช้ท่ามือในการทดสอบ 18 ท่ามือ ได้แก่ Large 
Diameter (LD) , Medium Wrap (MW), Small Diameter (SM), Fixed Hook (FH), Index Finger 
Extension (IFE), Thump Index Finger, Thump 2Finger (T2F), Writing Tripod (WT), Tip Pinch 
(TPC), Power Sphere (PWS), Power Disk (PWD), Precision Disk (PCD), Tripod (TPD), Lateral 
Tripod (LT), Parallel Extension (PE), Extension Type (ET), Literal Pinch (LP) และ Ring (RN) 
ในแต่ละท่าจับมีลักษณะการจัดวางและงอนิ้วโป้งที่แตกต่างกัน ซึ่งจุดหมุนของข้อนิ้วในแต่ละจุดที่ติดตั้ง
เซนเซอร์ไว้จะท าให้ค่าความต้านทานเปลี่ยนแปลงไปตามด้วย โดยจะเพิ่มขึ้นเมื่อมีการงอนิ้วมากขึ้น
ลักษณะความเปลี่ยนแปลงนี้ท าให้เราสามารถน าไปใช้จดจ ารูปแบบของท่ามือจับวัตถุในแต่ละท่าได้ ซึ่ง
ลักษณะสัญญาณจะมีขนาดแรงดันเอาต์พุตที่แตกต่างกันดังตัวอย่างสัญญาณในรูปที่ 3.15  โดยสัญญาณ
การเปลี ่ยนแปลงที ่ได้จากเซนเซอร์จะถูกท าการเปลี ่ยนจากสัญญาณ Analog เป็น Digital ด้วย
ไมโครคอนโทรลเลอร์ Arduino แล้วน าเข้าระบบคอมพิวเตอร์และบันทึกด้วยโปรแกรม MATLAB 
2021a   
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รูปที่ 3.15  สัญญาณเอาต์พุตที่ได้จากเซนเซอร์ที่ติดที่นิ้วโป้งขณะจับวัตถุในท่ามือที่แตกต่างกัน 

 

3.5 กำรออกแบบอัลกอริทึม 
 การท างานของระบบเพิ่มประสิทธิภาพการตรวจจับและจดจ าท่ามือจับวัตถุในระบบอีโก้

เซ็นทริควิชั่นในสภาพแวดล้อมที่มีความเข้มแสงสว่างต ่าจะน าค่าเฉลี่ยของแรงดันเอาต์พุตของวงจร
เซนเซอร์ที่ติดบริเวณนิ้วโป้งเพื่อใช้ก าหนดค่าพารามิเตอร์การถ่วงน ้าหนักของเทคนิค AGCWD [13] ใน
ส่วนการปรับปรุงรูปภาพด้วยการค านวณค่า Grasp Factor (𝑔𝑓)  ดังสมการที ่

 

                   𝑔𝑓 =
𝑉𝑎𝑣𝑔

𝑉𝑓𝑖𝑠𝑡
                                                      (3.14) 

โดยที่ 𝑉𝑎𝑣𝑔 เป็นค่าเฉลี่ยแรงดันในขณะใช้มือการจับวัตถุและ 𝑉𝑓𝑖𝑠𝑡 เป็นค่าเฉลี่ยแรงดันไฟฟ้า

ที่ขณะก ามือเป็นท่าก าปั้นแน่น ซึ่งท าให้งอนิ้วได้มากที่สุดเนื่องจากไม่มีวัตถุใดรองรับนิ้ว โดยค่าแกมมา

จะค่อยๆ ปรับเพิ่มช่วงความเข้มแสงสว่างต ่าและหลีกเลี่ยงการลดลงอย่างมีนัยส าคัญในช่วงความเข้ม

แสงสว่างสูง ส่วนค่า Weight Distribution (WD) ยังใช้เพื่อปรับเปลี่ยนฮิสโตแกรมทางสถิติและลด

ผลกระทบให้เหลือน้อยที่สุด ฟังก์ชัน WD สามารถค านวณได้ตามสมการที ่3.15 

 𝑝𝑑𝑓𝑤(𝑙) = 𝑝𝑑𝑓𝑚𝑎𝑥 (
𝑝𝑑𝑓(𝑙)−𝑝𝑑𝑓𝑚𝑖𝑛

𝑝𝑑𝑓𝑚𝑎𝑥−𝑝𝑑𝑓𝑚𝑖𝑛
)

𝑔𝑓

                  (3.15) 
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โดยที่ 𝑔𝑓 คือพารามิเตอร์ที่ปรับแกมมา, 𝑝𝑑𝑓𝑚𝑎𝑥 คือฟังก์ชันการแจกแจงความน่าจะเป็น
สูงสุดของฮิสโตแกรมทางสถิติ และ 𝑝𝑑𝑓𝑚𝑖𝑛 คือฟังก์ชันการแจกแจงความน่าจะเป็นต ่าสุด ดังสมการที่ 
3.15 จะได้ค่า  𝑐𝑑𝑓 ดังสมการที่ 3.16  

𝑐𝑑𝑓𝑤(𝑙) = ∑ 𝑝𝑑𝑓𝑤(𝑙)/
𝑙𝑚𝑎𝑥
𝑙=0 𝛴𝑝𝑑𝑓𝑤             (3.16) 

โดยผลรวมของ 𝑝𝑑𝑓𝑤  จะสามารถค านวณได้จาก 
 

𝛴𝑝𝑑𝑓𝑤 = ∑ 𝛴𝑝𝑑𝑓𝑤(𝑙)
𝑙𝑚𝑎𝑥
𝑙=0               (3.17) 

สุดท้ายจะได้พารามิเตอร์ส าหรับปรับค่าแกมมาของภาพดังสมการที่ 3.18 
 

         𝛾 = 1 − 𝑐𝑑𝑓𝑤(𝑙)              (3.18) 

จากนั้นภาพจะถูกด าเนินการปรับแกมมาด้วยเทคนิค AGCWD โดยน ้าหนักพารามิเตอร์ WD 
ทีใ่ช้ปรับแกมมาจะข้ึนอยู่กับค่าเฉลี่ยของแรงดันเอาต์พุตของวงจรเซนเซอร์ส าหรับแต่ละท่ามือจับและท า
Normalization ด้วยแรงดันเอาต์พุตของท่าก ามือจะได้ค่าอยู่ระหว่าง 0 ถึง 1 ซึ่งเทคนิค AGCWD เป็น
การแปลงภาพอัตโนมัติที่มีประสิทธิภาพเพิ่มความสว่างของภาพที่มืดด้วยการแก้ไขค่าแกมมาและการ
กระจายความน่าจะเป็นของพิกเซลความสว่าง ซ่ึงเทคนิคนี้ใช้ข้อมูลจากความแตกต่างระหว่างข้อมูลภาพ
เพ่ือท าให้การค านวณง่ายขึ้นในการปรับปรุงภาพอินพุต ไดอะแกรมของวิธีการเป็นดังในรูปที่ 3.16  

 

  
รูปที ่3.16 ไดอะแกรมการท างานของอัลกอริทึมที่น าเสนอส าหรับใช้ปรับปรุงภาพ 
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3.6 วิธีกำรทดสอบงำนวิจัย 
3.5.1 การเตรียมภาพส าหรับทดสอบ 

 การทดสอบประสิทธิภาพของเทคนิคที่น าเสนอในงานวิจัยนี้จะใช้ภาพที่มีความเข้มแสงสว่าง
ในสภาพแวดล้อมโดยการจ าลองค่าพารามิเตอร์ของภาพด้วยค่า Gamma (𝛾) และ Contrast (α) [46] 
โดยภาพชุดข้อมูลถูกรวบรวมภาพด้วยกล้องติดที่ศีรษะและบันทึกในเวลากลางวันที่ความละเอียดของ
ภาพขนาด 640 × 480 พิกเซล รายละเอียดของทั้งสองวิธีมีดังนี้ 
 3.5.1.1. การปรับแกมมา (Gamma Transform) ค่าการปรับแกมมาเป็นความสัมพันธ์
ระหว่างความไวของเซนเซอร์รับแสงของกล้องแล้วแปลงเป็นภาพดิจิตอลและความไวต่อดวงตาของ
มนุษย ์ซึ่งการปรับภาพเอาต์พุต 𝐼𝑜𝑢𝑡 ก าหนดด้วยสมการที่ 3.19 
 
                 𝐼𝑜𝑢𝑡 = 𝐴. 𝐼𝑖𝑛

𝛾                         (3.19) 

 โดยที่ A คือ ค่าคงที่ก าหนดโดยความเข้มแสงสว่างของพิกเซลสูงสุดในภาพอินพุต โดยเมื่อค่า 
𝛾 >1 จะถ่วงน ้าหนักกับค่าความเข้มแสงสว่างในพิกเซลระดับสีเทาท่ีต ่ากว่า (สีเข้มกว่า) วิธีการนี้เป็นการ
เพ่ิมค่า 𝛾 เพ่ือท าให้ค่าของภาพในเวลากลางวันมืดลงจากระดับ 1 ถึง 6 โดยภาพที่มีความมืดนั้นเกิดจาก
ค่า 𝛾 ที่แตกต่างกัน ยิ่งมีค่าสูงก็จะท าให้ภาพมืดข้ึน  
 3.5.1.2. การปรับความคมชัด (Contrast Adjustment) เป็นการปรับความสัมพันธ์ของ
พิกเซลระหว่างส่วนที่สว่างและส่วนที่มืดของรูปภาพ ท าให้วัตถุหรือรายละเอียดภายในรูปภาพชัดเจน
ยิ่งขึ้น การลด Contrast จะท าให้ส่วนที่สว่างและมืดมีค่าพิกเซลระดับสีเทาใกล้เคียงกัน โดยเอาต์พุต 
𝐼𝑜𝑢𝑡 ก าหนดโดยสมการที่ 3.20 โดยที่ α ในงานวิจัยนี้จะปรับในช่วงระหว่าง 0.5 ถึง 1  

                                            𝐼𝑜𝑢𝑡 = 𝛼. 𝐼𝑖𝑛                                    (3.20) 

 การทดลองจะก าหนดสภาพแวดล้อมให้มีความเข้มแสงสว่างออกเป็น 3 รูปแบบ คือ 1. การ
ปรับค่าแกมมา (𝛾) จากระดับ 1 ถึง 6, 2. การปรับความคมชัด (α) จากระดับ 0.5 ถึง 1, และ 3. การ
ปรับผสมทั้งแกมมาและความคมชัดพร้อมกัน ตัวอย่างภาพที่ได้ปรับความสว่างของภาพในแต่ละรูปแบบ
และระดับต่าง ๆ เป็นดังรูปที่ 3.17 จากนั้นภาพจะถูกปรับปรุงด้วยอัลกอริทึม AGCWD เพ่ือใช้ทดสอบ
ประสิทธิภาพในการตรวจจับและจดจ าการจับวัตถขุองมือในระบบอีโก้เซ็นทริควิชั่น 
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รูปที ่3.17 ตัวอย่างภาพที่ได้ปรับความเข้มแสงสว่างให้ลดต า่ลงในแต่ละรูปแบบ 
 

3.5.2 การปรับปรุงภาพด้วยอัลกอริทึม AGCWD 
เทคนิค AGCWD ใช้ส าหรับปรับภาพที่ระดับความเข้มแสงสว่างต่าง ๆ ก่อนเข้าเป็นอินพุต

ของเทคนิค YOLOv2 เพื่อตรวจจับและจดจ าท่ามือขณะจัดการวัตถุในระบบอีโก้เซ็นทริควิชั่น ซึ่งจะ
ได้รับการปรับปรุงภาพโดยใช้ค่า Grasp Factor ที่ได้จากค่าเฉลี่ยของแรงดันเอาต์พุตของวงจรเซนเซอร์
ที่ติดนิ้วโป้งเพื่อก าหนดค่าพารามิเตอร์การถ่วงน ้าหนัก โดยขึ้นอยู่กับแรงดันเอาต์พุตของวงจรความ
ต้านทานแบบโค้งงอที่แตกต่างกันส าหรับแต่ละท่าทางมือ ซึ่งจะสร้างรูปแบบคุณลักษณะเฉพาะตัวที่ไม่
เหมือนกันในแต่ละท่ามือ เป็นผลให้การฝึกการเรียนรู้ของโครงข่ายคอนโวลูชันแบบ YOLOv2 ที่มี
ประสิทธิภาพสูงในการตรวจจับและจดจ าวัตถุในภาพสามารถเรียนรู้ความแตกต่างของคุณลักษณะ
ดังกล่าวได้ หลักการท างานส าหรับเทคนิค AGCWD ที่เสนอเป็นการค านวณจากพารามิเตอร์แกมมาผ่าน
ความหนาแน่นของความน่าจะเป็นเพื ่อรวมรูปแบบง่ายๆ ของการปรับค่าแกมมาร่วมกับการท า 
Histogram Equalizationแบบดั้งเดิม แม้ว่า Histogram ดั้งเดิมจะไม่ถูกใช้โดยตรงเพื่อสร้างฟังก์ชันการ
แปลงภาพและปรับปรุงความคมชัดของภาพ แต่ข้อดีของเทคนิค AGCWD ที่น ามาใช้ในงานวิจัยนี้
สามารถปรับปรุงความสว่างและให้ภาพชัดเจนขึ้นทีส่ามารถยอมรับได้ ดังในรูปที่ 3.18 
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รูปที ่3.18 ตัวอย่างภาพและ Histogram ที่ผ่านการปรับความสว่างด้วยเทคนิค AGCWD 
 

3.5.3 การตรวจจับและจดจ าด้วย YOLOv2 
การทดลองนี้ใช้โครงข่ายประสาทคอนโวลูชันเชิงลึกแบบ YOLOv2 ร่วมกับ Pertained CNN 

จ านวน 3 โมเดล ในการฝึกการเรียนรู้ตรวจจับและจดจ า โดย Pertained CNN ใช้ส าหรับการสกัด
คุณลักษณะของภาพ (Feature Extraction) ได้แก่ VGG16 [49], ResNet 50 [50] และ GoogLeNet 
[51] โดยมีพารามิเตอร์ของโครงข่ายประสาท CNN ที่ใช้ในการท างานเป็นดังในตารางที ่ 3.3 โดย 
กระบวนการท างานเริ่มด้วยน าชุดภาพฐานข้อมูลอินพุตป้อนเข้าสู่ระบบ ซึ่งจะมีการแบ่งข้อมูลภาพ
ออกเป็น 3 ส่วน คือ ส่วนแรกใช้ส าหรับฝึกการเรียนรู้ของระบบร้อยละ 60 ซึ่งเป็นภาพปกติที่ยังไม่ได้มี
การปรับระดับความเข้มแสงสว่างให้มืดลง ส่วนที่สองส าหรับใช้ทวนสอบผลการฝึกอบรมร้อยละ 10 เป็น
ภาพที่มีคุณสมบัติเดียวกับภาพที่ใช้ในชุดฝึกการเรียนรู้และส่วนสุดท้ายที่เหลือร้อยละ 30 ใช้ส าหรับการ
ทดสอบประสิทธิภาพการตรวจจับและจดจ าภาพท่ามือจับในระบบอีโก้เซ็นทริควิชั่น โดยภาพที่ใช้ในการ
ทดสอบจะถูกท าให้ระดับความเข้มของแสงสว่างมืดลงในระดับการปรับค่าแกมมา (𝛾) และค่าความ
คมชัด (α) ตามวิธีที่ได้กล่าวมาแล้วในหัวข้อที่ 3.5.1 การท างานระบบจะสกัดคุณลักษณะภาพอินพุตที่
เป็นภาพท่ามือจับในส่วนเฉพาะที่ได้ท า Label ต าแหน่งมือจับไว้เพื่อให้โครงข่ายประสาท CNN เรียนรู้
ในส่วนที่สนใจเท่านั้น ซึ่งจะจ าแนกและเรียนรู้ความแตกต่างของภาพในแต่ละท่ามือจับโดยละเอียด เช่น 
Color, Edges, Texture Shape เป็นต้น จากนั้นปรับค่าน ้าหนักการค านวณในแต่ละส่วนของโครงข่าย
ประสาท CNN ให้มีความถูกต้องมากที่สุด โดยมีการค านวณเปรียบเทียบกับ Training Loss ตลอดเวลา
ในขณะท าการเรียนรู้ 
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ตำรำงท่ี 3.3  พารามิเตอร์ของโครงข่ายประสาทคอนโวลูชันแบบเชิงลึกที่ใช้ส าหรับฝึกการเรียนรู้ 

พารามิเตอร์ ค่า 
Class 18 
Image 3600 

Initial Learning Rate 0.001 
Epochs 20 

Stochastic Gradient Descent 
 with Momentum 

0.9 

Mini Batch Size 16 

 



บทท่ี 4 
ผลการทดสอบและการวิเคราะห ์

 
 ในบทนี้จะกล่าวถึงผลการทดสอบงานวิจัยในบทที่ 3 และการวิเคราะห์ผล ซึ่งประกอบด้วย 
ผลการทดสอบการประมวลผลภาพเบื้องต้นในหัวข้อย่อยต่าง ๆ  ผลการทดสอบจับวัตถุของถุงมือ
เซนเซอร์ ผลการทดสอบตรวจจับและจดจ าท่ามือจับวัตถุในสภาวะความเข้มแสงสว่างต ่าและการ
วิเคราะห์ผลการทดลองของอัลกอริทึมที่น าเสนอในงานวิจัยนี้  
 

4.1 ผลการทดสอบการประมวลภาพเบื้องต้น 
 ผลการทดสอบของการประมวลผลภาพเบื้องต้น ซึ่งได้ทดลองตรวจจับและจดจ าท่าทางภาษา
มือด้วยกล้องดิจิตอล โดยได้มีหัวข้อที่วิจัยจ านวน 3 เรื่อง คือ การตรวจจับและจดจ าท่าภาษามือ การ
ทดสอบความถูกต้องและน่าเชื่อถือของกล้อง Kinect และการควบคุมอุปกรณ์ด้วยท่าทางมือ โดยได้ผล
การทดลองเป็นดังต่อไปนี้ 

4.1.1 การตรวจจับและจดจ าท่าภาษามือ 
การทดลองนี้ใช้ท่ามือสะกดนิ้วของตัวอักษรไทยประกอบด้วยตัวอักษร 42 ตัว โดยมีท่าทาง

มือ 24 แบบ ชุดข้อมูลภาพที่ใช้ในการทดสอบถูกบันทึกในสภาพแวดล้อมที่แตกต่างกัน เช่น ห้องท างาน
ห้องนั่งเล่น เป็นต้น อาสาสมัครจะสวมเสื้อแขนสั้นและยืนอยู่หน้ากล้อง Kinect ระยะห่าง 1 เมตร และ
จะแสดงท่าภาษามือการสะกดค าไทยโดยแต่ละท่ามือมีจ านวน 10 ภาพ รวมทั้งหมด 420 ภาพ ส าหรับ
ใช้ประเมินประสิทธิภาพของระบบ โดยการท างานมี 2 ขั้นตอนหลัก คือ ขั้นตอนแรกเป็นการแบ่งส่วนมือ
ที่ปรากฏในภาพเพื่อแยกภาพมือออกจากพื้นหลังของฉาก โดยการประมวลผลระหว่างภาพสี RGB และ
ภาพความลึก จากนั้นจึงแยกคุณลักษณะของท่ามือที่ตรวจจับได้ด้วยเทคนิค HOG แล้วส่งต่อให้กับ
ขั้นตอนที่สองซึ่งใช้เทคนิคโครงข่ายประสาทเทียมส าหรับฝึกการเรียนรู้จดจ าท่าทางมือ ในงานนี้ใช้ฝึก
การเรียนรู้แบบ Back propagation โดยมีเลเยอร์อินพุตจ านวน 81 neurons ซึ่งเป็นข้อมูลอินพุตจาก
การสกัดคุณลักษณะของภาพท่ามือด้วยเทคนิค HOG ส าหรับ Hidden Layer จะมีจ านวน 20 neurons 
ใช้ในการควบคุมผลการค านวณความถูกต้องของการเรียนรู้ของโครงข่ายและเลเยอร์เอาต์พุตมีจ านวน 
24 คลาส หลังจากได้ฝึกการเรียนรู้จากฐานข้อมูลภาพทั้งหมด พบว่า มีประสิทธิภาพการตรวจสอบความ
ถูกต้องระหว่างท าการวนซ ้าและ Mean Squared Error (MSE) โดยมีค่าประสิทธิภาพความถูกต้องที่ดี
ที ่สุดคือ 1.6217e-5 ที่ 38 Epoch ซึ ่งเป็นผลลัพธ์ที่สามารถยอมรับได้เนื ่องจากค่า MSE น้อยมาก 
สามารถน าไปใช้ทดสอบภาพตัวอย่างได้ ในส่วนการทดสอบประสิทธิภาพของระบบ ขั้นตอนการสกัด
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คุณลักษณะของภาพท่ามือจะถูกดึงออกมาในลักษณะเดียวกับส่วนการฝึกการเรียนรู้ โดยระบบจะ
ตรวจจับท่าทางมือในแต่ละเฟรมเพื่อค านวณหาสัญญาณมือที่ปรากฏในฉาก ซึ่งแบบสะกดนิ้วมือไทย
ประกอบด้วยท่าทางมือตั้งแต่ 1 ถึง 3 ท่ามือต่อหนึ่งอักษร ระบบสามารถตรวจจับสัญญาณมือที่ปรากฏ
ในฉากแต่ละเฟรมเพื่อใช้ประมวลผลการจดจ าท่าทางมือ ผลการจดจ าของตัวอักษรในแบบสะกดนิ้วมือ
ไทยแต่ละตัวเป็นดังรูปที่ 4.1 แสดงให้เห็นว่าระบบสามารถจดจ าท่าทางมือได้ดีในการใช้สัญญาณมือไม่
เกิน 2 ท่ามือต่อตัวอักษรเพราะข้อผิดพลาดจะเกิดขึ้น เมื่อมีการเปลี่ยนท่าทางของมือหลายครั้งเนื่องจาก
ภาพมือจะเบลอจากการเคลื่อนที่ของมือระหว่างการเปลี่ยนท่า ซึ่งการประมวลผลจะมีความผิดพลาด
เกิดข้ึนในเวลานี้และจากการประเมินประสิทธิภาพการจดจ าของระบบไดผ้ลความถูกต้องร้อยละ 84.05 

 

 
รูปที่ 4.1  ผลการจดจ าท่าทางมือของแต่ละตัวอักษรในแบบสะกดนิ้วมือไทยจ านวน 42 ตัว 

4.1.2 ความถูกต้องและน่าเชื่อถือของกล้อง Kinect 
การทดลองจะด าเนินการโดยใช้กล้อง Kinect ในโหมดท างานระยะใกล้ด้วยระบบปฏิบัติการ 

Windows เพื่อประเมินความถูกต้องของการรู้จ าภาษามือไทย โดยอาสาสมัครที่ทดลองจะสวมเสื้อเชิ้ต
แขนสั้นและยืนอยู่หน้ากล้อง ท าท่าแบบสะกดนิ้วมือไทยที่ใช้ท่ามือเดียวในพื้นหลังฉากที่ซับซ้อน โดยใช้
ท่าภาษามือ 16 ท่ามือ ระหว่างการทดลองกล้อง Kinect และผู้ท าท่าภาษามือ มีระยะห่างเริ่มต้ังแต่ 0.6 
ถึง 2.8 เมตร โดยมีขั้น Step ละ 0.2 เมตร รวมระยะทางทั้งหมด 12 ช่วง เทคนิคที่ใช้ประกอบด้วยสอง
ขั้นตอนหลัก คือ ขั้นตอนแรกเป็นการแบ่งส่วนมือที่ปรากฏในภาพเพื่อแยกภาพมือออกจากพื้นหลังฉาก 
โดยการประมวลผลระหว่างภาพสี RGB และภาพความลึก จากนั้นจึงสกัดคุณลักษณะของท่ามือด้วย
เทคนิค HOG เพื่อส่งต่อให้กับขั้นตอนที่สอง ซึ่งใช้เทคนิคโครงข่ายประสาทเทียมส าหรับฝึกการเรียนรู้
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จดจ าท่าทางมือและหลังจากทดสอบระบบตรวจจับท่ามือของแบบสะกดนิ้วมือไทยในแต่ละระยะทาง
แล้ว ได้ผลการทดลองดังรูปที ่4.2 

 

 
รูปที่ 4.2  ผลการทดลองตรวจจับท่ามือแบบสะกดนิ้วมือไทยในแต่ละระยะทางต้ังแต่ 0.6 ถึง 2.8 เมตร 

   ผลการทดลองพบว่าการตรวจจับและรู้จ าภาษามือไทยด้วยกล้อง Kinect สามารถท างานได้ดี
และมีประสิทธิภาพในระยะ 0.8 - 1.2 เมตร มีความถูกต้องเฉลี่ยมากที่สุดในระยะทาง 0.8 เมตร ที่ร้อย
ละ 83.33 รองลงมาร้อยละ 81.25 ที่ 1.0 เมตร และร้อยละ 72.92% ที่ 1.2 เมตร ตามล าดับ ผลการ
ทดสอบแสดงให้เห็นว่า ระยะห่างระหว่างผู ้แสดงท่ามือและกล้อง Kinect มากขึ ้นจะท าให้ลด
ประสิทธิภาพของการตรวจจับท่ามือออกจากพื้นหลังของภาพ เนื่องจากความสว่างของภาพความลึกจะ
ลดลงท าให้ยากต่อการตรวจจับมือในภาพ ยิ่งไปกว่านั้น ระยะห่างมากขึ้นจะท าให้ขนาดมือเล็กลง ซึ่งจะ
ท าให้คุณสมบัติต่าง ๆ ของภาพด้อยลง เช่น Gradients, Texture, Edge, Contrast และ Contour 
เป็นต้น สิ่งเหล่านี้จะส่งผลต่อการสกัดคุณลักษณะของภาพในระยะทางที่ไกลขึ้น โดยเฉพาะอย่างยิ่งใน
ระยะ 1.4 เมตร ขึ้นไป แต่อย่างไรก็ตาม ที่ระยะ 0.6 เมตร เป็นจุดที่มีความสว่างสูงสุดแต่ก็ให้ผลลัพธ์ที่
ไม่น่าพอใจเช่นกัน เนื่องจากอยู่ใกล้ Blind spot ของกล้องในโหมดการท างานระยะใกล้เกินไป ซึ่งท าให้
ระบบท างานผิดผลาดในบางครั้ง 

4.1.3 การควบคุมอุปกรณ์ด้วยท่าทางมือ 
ในการทดลองนี้น าเสนอเทคนิคการใช้ท่ามือส าหรับระบบควบคุมสั่งงานอุปกรณ์โดยใช้ในท่า

ภาษามือแบบอเมริกัน (American Sign Language) จ านวน12 ท่ามือ ซึ่งประกอบด้วยตัวเลข 1-9 และ
ตัวอักษรคือ I, L และ Y โดยแต่ละท่ามือจะมีการใช้ปลายนิ้วแสดงสัญลักษณ์ ซึ่งการทดลองใช้สัญญาณ
มือจ านวน 12 ท่ามือ โดยยืนห่างจากกล้อง RGB ในระยะ 0.5-1 เมตร อยู่ในสภาพแวดล้อมการใช้งาน
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จริง โดยทดลอง 20 ครั้งต่อท่ามือ ซึ่งจะแปลงภาพจากระบบสี RGB ของกล้อง USB Webcam ให้เป็น
ภาพระบบสี YCbCr และ ภาพ Gray Scale โดยภาพสี YCbCr ใช้เพื่อหาสีผิวมนุษย์ภายในเฟรม ส่วน
ภาพ Gray Scale ใช้ส าหรับค านวณหาความเข้มแสงที่มีการเคลื่อนไหวภายในเฟรมด้วยเทคนิค Optical 
flow เมื่อน าทั้งสองส่วนมาประมวลผลร่วมกันก็จะได้ภาพไบนารีของภาพมือที่ อยู่ในเฟรม จากนั้นจะ
ค านวณหา Contours และ Convexity Defects เพื่อใช้ค านวณการรู้จ าท่ามือที่ปรากฏในภาพ โดยมี
พารามิเตอร์จ านวน 3 ตัว ได้แก่ จ านวนปลายนิ้วมือ (𝑛),  ระยะทาง Normalize (𝐷𝑛𝑜𝑟) และมุมของ
ปลายนิ้ว (𝜃) โดยระบบเริ่มจากการค านวณหาจ านวนและต าแหน่งปลายนิ้วมือ จากนั้นค านวณหาจุด
ศูนย์กลางและรัศมีของฟื้นที่ฝ่ามือเพื่อหาระยะทาง Normalize โดยแต่ละนิ้วมือที่ตรวจจับได้ต้องมีค่า 
𝐷𝑛𝑜𝑟 มากกว่า 1.9    จากนั้นจะค านวณหาต าแหน่งข้อมือและจุดกึ่งกลางเพื่อใช้หามุมความเอียงของ
มือ 𝛼𝑟𝑎𝑑 โดยลากเส้นตรงระหว่างจุดศูนย์กลางของฝ่ามือกับจุดกึ่งกลางข้อมือ แล้วน าค่า 𝛼𝑟𝑎𝑑 ที่ได้
บวกด้วยค่ามุมของแต่ละปลายนิ้วมือเทียบกับจุดศูนย์กลางของฝ่ามือจะได้ค่ามุม 𝑟𝑎𝑑  ซึ่งผลการ
ทดลองตรวจจับและจดจ าท่าสะกดนิ้วมืออเมริกาจ านวน 12 ท่ามือ ได้ผลการทดลองเขียนเป็น Confuse 
Matrix ได้ดังรูปที่ 4.3  

  

 
รูปที่ 4.3  ผลการทดลอง Confuse Matrix ของการจดจ าท่าสะกดนิ้วมืออเมริกาจ านวน 12 ท่ามือ 

จะเห็นได้ว่าการตรวจจับและจดจ าท่ามือด้วยเทคนิคการวิเคราะห์มุมเรเดียนของปลายนิ้วมือ
สามารถท างานได้เป็นอย่างดีกับท่ามือสะกดนิ้วของอเมริกาทั้ง 12 ท่า โดยเฉพาะท่ามือเลข 1, ตัวอักษร 
I และ Y เนื่องจากมีจ านวนนิ้วที่ใช้น้อยและมีค่ามุมเรเดียนอยู่ในช่วงที่แตกต่างกันมาก จึงท าให้ง่ายต่อ
การตรวจจับและจดจ า แต่ในท่ามือที่มีการใช้จ านวน 3 นิ้ว ดังเช่น ท่ามือเลข 6, 7,8  จะเริ่มมีความ
ผิดพลาดมากขึ้น เนื ่องจากนิ ้วที ่ใช้อยู ่ใกล้กัน ซึ ่งจะมีค่ามุมเรเดียนของปลายนิ้วใกล้เคียงกันด้วย 
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ประกอบกับรูปร่างของนิ้วมือในภาพไบนารีที่ตรวจจับได้มีลักษณะไม่เรียบ มีส่วนโค้งขนาดเล็กเพิ่มขึ้น
มาบริเวนก่อนถึงปลายนิ้วมือท าให้การค านวณค่า Convexity Defects ผิดพลาดและได้ผลการค านวณ
จ านวนนิ้วมือมากกว่าจ านวนจริงที่ปรากฎในภาพและพารามิเตอร์ส าคัญอีกตัวหนึ่งที่มีผลต่อความ
ถูกต้องของการจดจ าท่ามือก็คือ ค่ามุม 𝛼𝑟𝑎𝑑 เนื่องจากต้องใช้ค่ามุมเอียงของฝ่ามือรวมกับมุมของปลาย
นิ้วมือได้เป็นค่ามุม 𝑟𝑎𝑑 ใช้ในการจดจ าท่ามือ จากการทดลองพบว่า ความคลาดเคลื่อนของการค านวณ
ค่ามุม 𝛼𝑟𝑎𝑑 มีสาเหตุมาจากการหาต าแหน่งตรงกึ่งกลางข้อมือไม่ถูกต้อง โดยผลการทดลองโดยรวมของ
การใช้เทคนิคการวิเคราะห์มุมเรเดียนของปลายนิ้วมือจดจ าท่าสะกดนิ้วมืออเมริกาจ านวน  12 ท่ามือ 
ได้ผลการตรวจจับและจดจ าท่ามือที่ร้อยละ 90.83     

 

4.2 ผลการทดสอบถุงมือเซนเซอร์แบบ 16 DoF 
4.2.1 ผลการทดลองวิธีการ Nearest interpolation 

การทดสอบประสิทธิภาพการใช้งานจริงของถุงมือเซนเซอร์แบบ 16 DoF ที่พัฒนาขึ้นจาก
ความต้านทานแบบโค้งงอ ได้ทดสอบการจดจ าท่ามือจากการจับวัตถุ 20 ท่ามือ โดยใช้โครงข่ายประสาท 
CNN แบบ Alexnet [48] ส าหรับการจดจ าท่ามือจับวัตถุ ซึ่งได้ฝึกเรียนรู้และตรวจสอบโดยใช้ข้อมูลจาก
การจับวัตถุท่ามือละ 5 ชนิด ท าการจับชนิดละ 40 ครั้ง รวมเป็นท่ามือละ 200 ครั้ง ท าให้มีข้อมูลการจับ
วัตถุท้ังหมด 4000 ข้อมูล ซึ่งน ามาแบ่งออกเป็น 50% ส าหรับสอนให้ระบบเรียนรู้และอีก 50% ส าหรับ
ทดสอบประสิทธิภาพ โดยทดสอบ 10 ครั้ง และได้ผลการทดสอบเป็น Confuse Matrix ดังรูปที่ 4.4 

 

 
รูปที่ 4.4  ผลการทดสอบถุงมือเซนเซอร์แบบ 16 DoF ด้วยวิธีการ Nearest interpolation 
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โดยมีความถูกต้องเฉลี่ยเท่ากับ 99.70% โดยท่ามือที่มีความถูกต้อง 100 % มี 12 ท่า คือ 
Large Diameter, Thump Index Finger,  Thump 4Finger, Writing Tripod, Tip Pinch, Power 
Sphere, Power Disk, Precision Disk, Lateral Tripod, Parallel Extension, Literal Pinch แ ล ะ 
Ring ส่วนท่ามือที่ค่าความถูกต้องในการท านายต ่าสุดคือ Small Diameter มีค่าความถูกต้อง 98.4 % 
ดังกราฟแสดงความถูกต้องในการจดจ าท่ามือจับทั้ง 20 ท่ามือ ในรูปที่ 4.5  

 

 
รูปที่ 4.5  กราฟแสดงความถูกต้องในการจดจ าท่ามือจับวัตถุของถุงมือเซนเซอร์ทั้ง 20 ท่ามือ 
 

เมื่อพิจารณาผลการทดลองที่ได้พบว่าการท านายของ Small Diameter บางครั้งถูกท านาย
เป็นท่า Fixed Hook สาเหตุเนื่องจาก 2 ท่านี้มีการจัดเรียงนิ้วมือขณะจับวัตถุท่ีคล้ายกันมากและท่าที่ถูก
ท านายผลบวกลวงมากที่สุดคือท่า Power Disk และท่า Tip Pinch ซึ่งท่ามือจับมีการจัดเรียงนิ้วและงอ
นิ้วมือบางครั้งคล้ายกับท่า Small Diameter  และ Thumb 3 Finger ตามล าดับ โดยสัญญาณที่ได้จาก
ถุงมือเซนเซอร์ซึ่งอ่านผ่านวงจรมัลติเพล็กซ์และวงจรบัฟเฟอร์แบบปรับได้ วงจรได้ออกแบบมาให้มีความ
ไวอยู่ในช่วง 0-5 โวลต์ เพื่อให้เหมาะกับวงจร A/D ในไมโครคอนโทรลเลอร์ ช่วงไดนามิคของสัญญาณ
จากการงอนิ้ว 0-90 องศาอยู่ที่ 1.5 โวลต์ ค่าความผิดพลาดของค่าความต้านทานเริ่มต้นของเซนเซอร์ 
แต่ละตัวและมุมเริ่มต้นของเซนเซอร์ที่ถูกติดตั้งเข้ากับนิ้วมือแต่ละตัวไม่ได้อยู่ที่ 0 องศา ส่งผลให้ค่า
แรงดันขาออก 𝑉𝑜𝑢𝑡  เริ่มต้นจึงไม่อยู่ในต าแหน่งเดียวกัน อีกสิ่งหนึ่งคือค่าความไม่เชิงเส้นและความไ ม่
แน่นอนของค่าความต้านทานของเซนเซอร์อันเกิดมาจากกระบวนการผลิต จึงส่งผลให้เกิดเหตุการณ์
ดังกล่าว ซึ่งไม่มีผลกับกระบวนการวิเคราะห์ของงานวิจัยนี้ เนื่องจากการใช้โครงข่ายประสาท CNN เป็น
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ส่วนรู้จ า ซึ่งข้อมูลภาพอินพุตที่ป้อนเข้าจากเซนเซอร์แต่ละตัวมีความอิสระต่อกันและการจับวัตถุแต่ละ
ท่ามือมีการจัดเรียงนิ้วและมุมงอของนิ้วมือแตกต่างกัน ท าให้สัญญาณท่ีได้จากความต้านทานแบบโค้งงอ 
จึงแตกต่างกัน เมื่อแปลงเป็นข้อมูลภาพท าให้ผลที่ได้มีความชัดเจนในด้านความแตกต่างของภาพ ซึ่ง
ประสิทธิภาพในการจดจ าในงานวิจัยนี้อยู่ที่ 99.7% จากการทดสอบด้วยท่ามือจับวัตถุ 20 ท่ามือ 

4.2.2 ผลการทดลองวิธีการ Gramian Angular Fields  
การทดสอบประสิทธิภาพถุงมือเซนเซอร์แบบ 16 DoF ในการแปลงภาพจากข้อมูลอนุกรม

เวลาหนึ่งมิติเป็นภาพสองมิติด้วยเทคนิค GAF ในหัวข้อนี้ใช้ข้อมูลที่น ามาทดสอบเหมือนกับการทดลอง
ในหัวข้อ 4.2.1 แต่มีการเพิ่มการทดลองอีกสองหัวข้อ คือ การรู้จ าสัญลักษณ์มือและการจับวัตถุตาม
ลักษณะรูปทรง โดยใช้โมเดลของโครงข่ายประสาท CNN เพิ่มเติมจากใช้เพียง Alexnet ในการทดลอง
หัวข้อ 4.2.1 ในการทดลองนี้ได้เพิ่มอีก 4 โมเดล คือ VGG 16, VGG19, GoogLenet และ Resnet 50 
รวมทั้งสิ้น 5 โมเดล โดยผลทดสอบประสิทธิภาพการจดจ าท่ามือจับวัตถุ 20 ท่ามือ ซึ่งใช้ข้อมูลการ
ทดลองเดียวกันกับวิธีการ Nearest interpolation เป็นดังรูปที่ 4.6 

 

 
รูปที่ 4.6  กราฟความถูกต้องในการใช้ถุงมือเซนเซอร์จดจ าท่ามือจับวัตถุ 20 ท่ามือ 

 ส่วนการทดลองที่สองเป็นการจดจ าท่าสัญลักษณ์ภาษามือขณะท าการสวมถุงมือเซนเซอร์ 
โดยการทดลองจะใช้ท่าสัญลักษณ์มือจ านวน 12 ท่ามือ [47] ดังนี้ ท่ามือพร้อม (Hand Rest), ท่าก ามือ 
(Hand Close), ท่าเลขศูนย์ (Num 0), ท่าเลขหนึ่ง (Num 1), ท่าเลขสอง (Num 2), ท่าเลขสาม (Num 
3), ท่าเลขสี่ (Num 4), ท่าเลขห้า (Num 5), ท่าเลขหก (Num 6), ท่าเลขเจ็ด (Num 7), ท่าเลขแปด 
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(Num 8) และท่าเลขเก้า (Num 9) หลังจากใช้โมเดลของโครงข่ายประสาทแบบ CNN ทั้ง 5 โมเดล 
เรียนรู้และจดจ าท่าภาษามือทั้ง 12 ท่ามือแล้ว ได้ผลการทดลองดังรูปที่ 4.7 
 

 
รูปที่ 4.7  กราฟแสดงความถูกต้องในการใช้ถุงมือเซนเซอร์จดจ าท่าภาษามือจ านวน 12 ท่ามือ 
 

สุดท้ายเป็นการทดลองที่ 3 ในหัวข้อการจับตามลักษณะรูปทรงวัตถุ ซ่ึงการทดลองนี้ได้แบ่ง
รูปทรงของวัตถุออกเป็น 4 ประเภท คือ รูปทรง Prismatic, รูปทรง Round, รูปทรง Flat และ รูปทรง 
Thin โดยการก าหนดลักษณะรูปทรงแต่ละประเภทได้ก าหนดขนาดในมิติต่าง ๆ ดังตารางที่ 2.1 การจับ
วัตถุแต่ละรูปทรงมีการใช้ท่า  มือแตกต่างกันไปอยู่ที่การจัดเรียงนิ้วมือเพื่อรองรับการจับวัตถุและการ
น าไปใช้งาน จากการจัดแบ่งลักษณะของวัตถุจะได้ 4 Class ตามท่ามือดังนี้ Class 1 รูปทรง Prismatic 
ประกอบด้วยท่าจับวัตถุ 5 ท่ามือจับ คือ Large Diameter, Medium Wrap, Fixed Hook, Index 
Finger Extension และ Small Diameter ส่วน Class 2 รูปทรง Round  ประกอบด้วยท่าจับวัตถุ 4 
ท่ามือจับ คือ Power Sphere, Power Disk, Tripod และ Lateral Tripod ส่วน Class 3 รูปทรง Flat 
ประกอบด้วยท่าจับวัตถุ 2 ท่ามือจับ คือ Parallel Extension และ Extension Type และสุดท้าย 
Class 4 รูปทรง Thin ประกอบด้วยท่าจับวัตถุ 3 ท่ามือจับ คือ Thumb Index Finger, Tip Pinch และ 
Literal Pinch หลังจากใช้โมเดลของโครงข่ายประสาทแบบ CNN ทั้ง 5 โมเดล เรียนรู้และจดจ าลักษณะ
การใช้มือจับตามลักษณะรูปทรงวัตถุได้ผลการทดลองดังรูปที่ 4.8 
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รูปที่ 4.8  กราฟแสดงความถูกต้องในการใช้ถุงมือเซนเซอร์จดจ าการจับวัตถุตามลักษณะรูปทรง 

 

4.3 ผลการทดสอบตรวจจับและจดจ าท่ามือจับวัตถุ 
 อัลกอริทึมที ่เสนอด าเนินการโดยใช้ AGCWD และความต้านทานแบบโค้งงอเพื ่อเพ่ิม

ประสิทธิภาพการตรวจจับและจดจ าท่ามือจับวัตถุในระบบอีโก้เซ็นทริควิชั่นที่มีสภาพแวดล้อมความเข้ม
แสงสว่างต ่า โดยฝึกการเรียนรู้ของระบบและทดสอบกับแบบจ าลองสภาพแวดล้อมในระดับความเข้ม
แสงสว่างต่าง ๆ การทดลองนี้ใช้โครงข่ายประสาทคอนโวลูชันเชิงลึกแบบ YOLOv2 ร่วมกับ Pertained 
CNN จ านวน 3 โมเดล ในการฝึกการเรียนรู้ตรวจจับและจดจ า โดย Pertained CNN ใช้ส าหรับการสกัด
คุณลักษณะของภาพ ได้แก่ VGG16 [49], ResNet 50 [50] และ GooLeNet [51] หลังจากกระบวนการ
สกัดคุณลักษณะของภาพของแต่ละโมเดล Pertained CNN แล้วจะส่ง YOLOv2  สร้าง Anchor boxes 
หรือ กล่องสี่เหลี่ยมหลายๆ ขนาดที่ครอบคลุม Feature map ในต าแหน่งต่าง ๆ ของภาพที่เรา Label 
เป็น Ground Truth โดยจะ 3 พารามิเตอร์ในการท านาย คือ Intersection over union, Anchor 
box offsets การปรับต าแหน่งของ Anchor boxes และ Class probability คาดการณ์ของการ Label 
ของคลาสที่ก าหนดให้กับแต่ละ Anchor boxes ที่ก าหนดไว้ล่วงหน้าที่แต่ละต าแหน่งใน Feature map 
และต าแหน่งที่ได้รับการปรับ ระบบก็จะตีกรอบเพ่ือที่จับคู่กับคลาสที่เรา Label ไว้ โดย Feature map 
จะได้จาก  Pretrained CNN การท างานเริ่มด้วยน าชุดภาพฐานข้อมูลอินพุตป้อนเข้าสู่ระบบ ซึ่งจะมีการ
แบ่งข้อมูลภาพออกเป็น 3 ส่วน คือ ส่วนแรกใช้ส าหรับฝึกการเรียนรู้ของระบบร้อยละ 60 ส่วนที่สอง
ส าหรับใช้ทวนสอบผลการฝึกอบรมร้อยละ 10 และส่วนสุดท้ายที่เหลือร้อยละ 30 ใช้ส าหรับการทดสอบ
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ประสิทธิภาพการตรวจจับและจดจ าภาพท่ามือจับในระบบอีโก้เซ็นทริควิชั่น โดยภาพที่ใช้ในการทดสอบ
จะถูกท าให้ระดับความเข้มของแสงสว่างมืดลงโดยการปรับค่าแกมมาและค่าความคมชัด ซึ่งการทดสอบ
ประสิทธิภาพการท างานของเทคนิคที่น าเสนอนี้จะปรับสภาพแวดล้อมให้มีความเข้มแสงสว่างลดลง
ออกเป็น 3 รูปแบบ คือ การปรับค่าแกมมา (𝛾) จากระดับ 1 ถึง 6, การปรับความคมชัด (α) จากระดับ 
0.5 ถึง 1, และการปรับผสมทั้งแกมมาและความคมชัดพร้อมกัน โดยระบบเริ่มท างานจากการสกัด
คุณลักษณะภาพอินพุตที ่เป็นภาพท่ามือจับในส่วนเฉพาะที่ได้ท า Label ต าแหน่งมือจับไว้ได้เป็น 
Feature map เพ่ือให้โครงข่ายประสาท CNN เรียนรู้ในส่วนที่สนใจเท่านั้น  

4.3.1 การวัดประสิทธิภาพการตรวจจับและจดจ า 
  หลังจากฝึกการเรียนรู้ของโครงข่าย CNN ท าให้ระบบสามารถจ าแนกความแตกต่างของ
คุณลักษณะของแต่ละท่ามือจับและสามารถตรวจจับต าแหน่งมือที่ปรากฏในฉากออกจากพื้นหลังของ
ภาพที่ใช้ส าหรับทดสอบ ซึ่งผลที่ได้จากการตรวจจับและจดจ าจะถูกค านวณหาพื้นที่ท่ามือที่ตรวจจับได้
ว่ามีอยู่จริงหรือไม่และขนาดมากน้อยเพียงไรจากความน่าจะเป็นของท่ามือที่ตรวจจับได้กับท่ามือจริงใน
ภาพที่ได้ท า Label ไว้ ด้วยกระบวนการ IoU [52] ซึ่งค านวณจากอัตราส่วนของพ้ืนที่ซ้อนทับของพ้ืนที่ที่
ท านายกับพ้ืนที่จริงต่อพ้ืนที่รวมของพ้ืนที่ที่ท านายกับพ้ืนที่จริง หลังจากนั้นจะค านวณประสิทธิภาพการ
ตรวจจับและจดจ า [53] โดยใช้ตัวชี้วัดจ านวน 5 พารามิเตอร์ ได้แก่ ค่า Intersection over Union, 
Precision, Recall, Average Precision (AP) และ Mean Average Precision (mAP)  ดังนี้ 

 4.3.1.1. Intersection over Union ซึ ่งสามารถหาได้จากอัตราส่วนของพื้นที ่ที ่ทับซ้อน 
(Area of Overlap) ระหว่างบริเวณที่ท านาย (Prediction Area) กับบริเวณค่าความจริง (Ground 
Truth Area) ที่ได้ท า Label ไว้ หารด้วยพื้นที่รวมทั้งหมด (Area of Union) ระหว่างบริเวณที่ท านาย
กับบริเวณค่าความจริง ดังแสดงในสมการที่ 4.1 

 

                                           IoU =
Ground Truth ∩ Prediction

Ground Truth ∪ Prediction
  (4.1) 

 

ในกรณีที่ท่ามือจับที่ตรวจจับได้มีขนาดฟ้ืนที่เท่ากับขนาดที่ท าการ Label ท่ามือจับไว้พอดีจะ
ได้ค่า IoU เท่ากับ 1 โดยในงานวิจัยนี้ได้ก าหนดให้กรณีที่ ค่า IoU ≥ 0.5 เป็นผลการตรวจจับท่ามือจับ
ถูกต้อง หรือ True Positive (TP), ในกรณีที่ได้ ค่า IoU < 0.5 ให้เป็นผลการตรวจจับท่ามือผิดพลาด
หรือ False Positive (FP) และถ้ากรณีที่ท่ามือจับที่ Label ปรากฏในภาพแต่ระบบไม่สามารถตรวจจับ
ได้จะได้เป็น False Negative (FN)  ส าหรับ True Negative (TN) จะเป็นทุกส่วนของภาพที่ไม่ได้ท า 
Label ไว้ ซึ่งในงานด้านการตรวจจับวัตถุไม่ได้สนใจในค่า TN  
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 4.3.1.2. Precision คือ อัตราส่วนของภาพท่ามือจับที่ตรวจจับได้ถูกต้องหารด้วยภาพท่ามือ
จับที่ตรวจจับได้ถูกต้องรวมกับภาพท่ามือจับที่ตรวจจับผิดผลาด สามารถหาได้ตามสมการที่ 4.2 

 

                                                   Precision = 
 True Positive

 True Positive + False Positive 
  (4.2) 

 

 4.3.1.3. Recall คือ อัตราส่วนของภาพท่ามือจับที่ตรวจจับได้ถูกต้องหารด้วยภาพท่ามือจับที่
ตรวจจับได้ถูกต้องรวมกับภาพท่ามือจับที่ระบบไม่สามารถตรวจจับได้ สามารถหาได้ตามสมการที่ 4.3 

 

                                   Recall = 
 True Positive

 True Positive + False Negative 
   (4.3) 

 

 4.3.1.4. Average Precision (AP) คือ ค่าเฉลี่ยการตรวจจับของแต่ละภาพมือจับวัตถุโดยใน
การประเมินประสิทธิภาพการตรวจจับโดยทั่วไปจะใช้เส้น Precision-Recall curve ซึ่งค่า AP เป็นฟื้นที่
ใต้กราฟของแต่ละท่ามือจับ การค านวณค่า AP ท าให้ง่ายต่อการเปรียบเทียบประสิทธิภาพกับแต่ละท่า
มือจับที่ใช้ในการทดลอง 
 4.3.1.5. mean Average Precision (mAP) คือ ค่าเฉลี่ยการตรวจจับของภาพทั้งหมดในทุก
ท่ามือจับวัตถทุี่ใช้ในการทดลอง 
 ตัวอย่างการตรวจจับและจดจ าท่ามือจับวัตถุที่ผ่านการทดสอบประสิทธิภาพเป็นดังรูปที่ 4.9 
โดยเป็นภาพท่ามือ Large Diameter ขณะจับขวดในมุมมองการมองผ่านระบบอีโก้เซ็นทริควิชั่นจาก
รูปแสดงให้เห็นการวัดประสิทธิภาพในพารามิเตอร์ True Positive คือ ภาพที่ระบบสามารถตรวจจับท่า
มือจับที่ใช้จับขวดได้ถูกต้องและอัตราส่วนของพื้นที่ที่ทับซ้อนของพื้นที่ที่ท านายกับพื้นที่จริงที่ได้ท า 
Label ไว้ต่อพื้นที่รวมของพื้นที่ทั้งสองมีค่ามากกว่าหรือเท่ากับ 0.5 ส่วน False Positive คือ ภาพที่
ระบบสามารถตรวจจับท่ามือจับที่ใช้จับขวดได้ถูกต้องและอัตราส่วนของพื้นที่ที่ทับซ้อนของพื้นที่ที่
ท านายกับพื้นที่จริงที่ได้ท า Label ไว้ต่อพื้นที่รวมของพื้นที่ทั้งสองมีค่าน้อยกว่า 0.5 และสุดท้าย False 
Negative คือ มีท่ามือจับที่ใช้จับขวดปรากฏในภาพและได้ท า Label ไว้ แต่ระบบไม่สามารถ ตรวจจับ
ท่ามือนี้ได้ อันเนื่องจากมุมมองของภาพที่ทดสอบเห็นรายละเอียดท่ามือน้อยหรือภาพมีความเข้มแสง
สว่างต ่ามากจนไม่สามารถตรวจจับท่ามือจับได้ ตัวอย่างลักษณะภาพที่ตรวจจับและผลการท านายท่ามือ
จับวัตถุท่ีได้ในการใช้ค่า IoU เท่ากับ 0.5 เป็นดังรูปที่ 4.9 
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True Positive False Positive

Prediction

Ground Truth

False Negative

IoU=0.71 IoU=0.33

Not Detected

 
รูปที่ 4.9 ตัวอย่างภาพที่ตรวจจับและผลการท านายท่ามือจับวัตถุทีค่่า IoU เท่ากับ 0.5 
 

4.3.2 ผลการทดสอบตรวจจับและจดจ า 
  หลังน าภาพทดสอบที่มีการปรับความเข้มแสงสว่างในระดับการปรับค่าแกมมา (𝛾) และค่า
ความคมชัด (α) ต่าง ๆ ระบบจะท านายท่ามือจับวัตถุท่ีปรากฏในภาพแล้วค านวณพ้ืนที่ทับซ้อนของพ้ืนที่
ที ่ท านายกับพื้นที่จริงที ่ได้ท า Label ไว้ จากนั้นจะค านวณค่า IoU กับ ค่า Threshold ที่ตั ้งไว้ ซึ่ง
งานวิจัยนี้ใช้ค่า IoU เท่ากับ 0.5 เมื่อได้ตรวจจับและท านายผลในทุกภาพของแต่ละท่ามือแล้วก็จะ
ค านวณค่า Precision และ Average Precision ในแต่ละภาพมือจับวัตถุ โดยผลการตรวจจับและจดจ า
ท่ามือจับวัตถุที่ค่า IoU เท่ากับ 0.5 ด้วยเทคนิค YOLOv2 ร่วมกับ Pertained CNN โมเดลทั้งสาม คือ 
VGG16, Resnet 50 และ GoogLeNet ในสภาวะความเข้มแสงสว่างที ่ระดับค่า Gamma (𝛾) และ 
Contrast (α) ที่มีนัยส าคัญเป็นดังตารางที่ 4.2-4.3 ตามล าดับ 
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ตารางที่ 4.1  ผล Average Precision ของการตรวจจับและจดจ าด้วยเทคนิค YOLOv2 ร่วมกับ  
      Pertained CNN โมเดล VGG16 

Grasp 

Illumination Condition 

γ =1 γ =1 γ =1 γ =2 γ =2 γ =3 γ =3 
α=1 α=0.8 α=0.6 α=1 α=0.8 α=1 α=0.8 

Large Diameter 0.89 0.88 0.84 0.83 0.87 0.57 0.55 

Medium Wrap 0.77 0.78 0.80 0.77 0.73 0.59 0.38 
Small Diameter 0.80 0.81 0.80 0.82 0.63 0.59 0.35 

Fixed Hook 0.88 0.83 0.80 0.70 0.74 0.43 0.36 

Index Finger Extension 0.93 0.93 0.86 0.41 0.34 0.05 0.11 
Thumb Index Finger 0.84 0.84 0.83 0.78 0.59 0.46 0.22 

Thumb 2 Finger 0.64 0.59 0.58 0.74 0.51 0.58 0.10 

Writing Tripod 0.90 0.88 0.82 0.84 0.72 0.49 0.31 
Tip Pinch 0.89 0.91 0.87 0.85 0.75 0.68 0.23 

Power Sphere 1.00 1.00 1.00 1.00 0.97 0.89 0.66 
Power Disk 0.79 0.79 0.78 0.67 0.62 0.53 0.48 

Precision Disk 0.77 0.75 0.71 0.73 0.81 0.59 0.61 

Tripod 0.92 0.94 0.91 0.85 0.83 0.53 0.41 
Lateral Tripod 0.90 0.87 0.87 0.85 0.73 0.53 0.32 

Parallel Extension 0.79 0.83 0.85 0.21 0.28 0.02 0.00 

Extension Type 0.89 0.90 0.88 0.75 0.79 0.45 0.45 
Literal Pinch 0.93 0.93 0.92 0.81 0.47 0.28 0.15 

Ring 0.88 0.88 0.84 0.80 0.86 0.59 0.53 
 
 
 
 
 
 



 
 

83 

ตารางท่ี 4.2  ผล Average Precision ของการตรวจจับแ ละจดจ าด้วยเทคนิค YOLOv2 ร่วมกับ  
      Pertained CNN โมเดล ResNet50 

Grasp 

Illumination Condition 

γ =1 γ =1 γ =1 γ =2 γ =2 γ =3 γ =3 
α=1 α=0.8 α=0.6 α=1 α=0.8 α=1 α=0.8 

Large Diameter 0.76 0.76 0.76 0.64 0.61 0.57 0.47 

Medium Wrap 0.62 0.71 0.70 0.63 0.63 0.59 0.39 
Small Diameter 0.61 0.76 0.74 0.62 0.66 0.59 0.42 

Fixed Hook 0.87 0.78 0.78 0.52 0.66 0.43 0.25 

Index Finger Extension 0.95 0.89 0.88 0.63 0.73 0.05 0.02 
Thumb Index Finger 0.73 0.32 0.32 0.16 0.63 0.46 0.32 

Thumb 2 Finger 0.78 0.75 0.73 0.54 0.44 0.58 0.07 

Writing Tripod 0.84 0.85 0.85 0.59 0.75 0.49 0.29 
Tip Pinch 0.94 0.91 0.91 0.81 0.75 0.68 0.57 

Power Sphere 1.00 1.00 1.00 1.00 0.97 0.89 0.89 
Power Disk 0.61 0.78 0.77 0.65 0.51 0.53 0.37 

Precision Disk 0.80 0.83 0.83 0.76 0.72 0.59 0.32 

Tripod 0.85 0.67 0.68 0.54 0.71 0.53 0.46 
Lateral Tripod 0.65 0.89 0.88 0.86 0.61 0.53 0.33 

Parallel Extension 0.81 0.83 0.83 0.74 0.65 0.02 0.00 

Extension Type 0.77 0.87 0.87 0.73 0.45 0.45 0.19 
Literal Pinch 0.75 0.57 0.52 0.22 0.55 0.28 0.33 

Ring 0.89 0.88 0.86 0.75 0.83 0.59 0.45 
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ตารางท่ี 4.3  ผล Average Precision ของการตรวจจับและจดจ าด้วยเทคนิค YOLOv2 ร่วมกับ  
      Pertained CNN โมเดล GoogLeNet 

Grasp 

Illumination Condition 

γ =1 γ =1 γ =1 γ =2 γ =2 γ =3 γ =3 
α=1 α=0.8 α=0.6 α=1 α=0.8 α=1 α=0.8 

Large Diameter 0.77 0.77 0.70 0.62 0.56 0.46 0.45 

Medium Wrap 0.54 0.54 0.55 0.52 0.51 0.40 0.33 
Small Diameter 0.67 0.67 0.65 0.54 0.53 0.41 0.43 

Fixed Hook 0.92 0.92 0.90 0.84 0.82 0.60 0.49 

Index Finger Extension 0.92 0.92 0.82 0.63 0.50 0.30 0.36 
Thumb Index Finger 0.47 0.48 0.49 0.56 0.57 0.57 0.48 

Thumb 2 Finger 0.29 0.24 0.26 0.27 0.25 0.14 0.12 

Writing Tripod 0.76 0.73 0.72 0.70 0.69 0.44 0.40 
Tip Pinch 0.68 0.66 0.62 0.70 0.64 0.57 0.47 

Power Sphere 1.00 1.00 1.00 1.00 1.00 0.97 0.95 
Power Disk 0.65 0.64 0.64 0.53 0.52 0.54 0.55 

Precision Disk 0.66 0.65 0.63 0.63 0.63 0.62 0.59 

Tripod 0.81 0.83 0.82 0.85 0.85 0.83 0.72 
Lateral Tripod 0.76 0.73 0.70 0.69 0.66 0.53 0.45 

Parallel Extension 0.83 0.85 0.72 0.30 0.33 0.12 0.10 

Extension Type 0.82 0.82 0.80 0.79 0.75 0.59 0.51 
Literal Pinch 0.85 0.86 0.84 0.77 0.69 0.46 0.42 

Ring 0.84 0.82 0.83 0.83 0.83 0.68 0.57 

 

  จากผลการทดลองพบว่า Pertained CNN โมเดล VGG16 ให้ผลค่า Average Precision 
โดยส่วนใหญ่ดีกว่าโมเดล Resnet 50 และ GoogLeNet และเพื่อให้ง่ายต่อการพิจารณาเปรียบเทียบ
ประสิทธิภาพผลการตรวจจับและจดจ าท่ามือจับวัตถุที่ได้ในแต่ละโมเดลจะใช้ค่า mAP ซึ่งเป็นค่าเฉลี่ย
รวมในทุกท่ามือจับ ซ่ึงให้ผลในสภาวะความเข้มแสงสว่างที่ระดับค่า Gamma (𝛾) และ Contrast (α) ที่
มีนัยส าคัญเป็นดังตารางที่ 4.5 
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ตารางท่ี 4.4  ผล Mean Average Precision ของการตรวจจับและจดจ าด้วยเทคนิค YOLOv2 ร่วมกับ  
                 Pertained CNN ในทุกท่ามือจับวัตถ ุ

Pertained CNN Model 

Illumination Condition 

γ =1 γ =1 γ =1 γ =2 γ =2 γ =3 γ =3 
α=1 α=0.8 α=0.6 α=1 α=0.8 α=1 α=0.8 

VGG16 0.86 0.85 0.83 0.75 0.68 0.49 0.35 

Resnet 50 0.79 0.78 0.77 0.63 0.66 0.49 0.34 
GoogLeNet 0.74 0.73 0.71 0.65 0.63 0.51 0.47 

 
4.3.3 การประเมินประสิทธิภาพ 

 การประเมินประสิทธิภาพการท างานของเทคนิคที่น าเสนอเพื่อให้ง่ายต่อการพิจารณาผลการ
ทดสอบจะใช้กราฟ Precision-Recall curve ซึ่งค่า AP เป็นฟื้นที่ใต้กราฟของแต่ละท่ามือจับเป็นอีก
หนึ่งวิธีที่ให้การแสดงผลเข้าใจง่ายต่อการประเมินประสิทธิภาพการตรวจจับและจดจ าในความเข้มแสง
สว่างสภาวะต่าง ๆ โดยการเขียน Precision-Recall curve จะใช้ค่า Precision อยู่ในแกน Y และ ค่า 
Recall อยู่ในแกน X การประเมินจะพิจารณา Area Under the Curve (AUC) หรือฟื้นที่ใต้กราฟของ
การตรวจจับและจดจ า ถ้ามีประสิทธิภาพที่ดีจะได้ค่า AUC มากกว่า โดยมีค่าสูงสุดเท่ากับ 1 ดังในรูปที่ 
4.10 เป็นPrecision-Recall curve ของโมเดล VGG 16 ที่ให้ผลการทดสอบที่ดีที่สุดในงานวิจัยนี้ 
 

 
รูปที่ 4.10  Precision-Recall curve of  VGG 16 ที่สภาวะระดับความสว่างต่าง ๆ 
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ซึ่งการทดสอบประสิทธิภาพของเทคนิคที่น าเสนอได้จ าลองค่าพารามิเตอร์ของภาพด้วยค่า 
Gamma (𝛾) และ Contrast (α) ที่สภาพความเข้มแสงสว่างออกเป็น 3 รูปแบบ คือ 1. การปรับค่า
แกมมา (𝛾) จากระดับ 1 ถึง 6, 2. การปรับความคมชัด (α) จากระดับ 0.5 ถึง 1 และ 3. การปรับผสม
ทั้งแกมมาและความคมชัดพร้อมกันและได้ผลการทดลองในความเข้มแสงสว่างที่มีนัยส าคัญดังรูปที่ 4.10 
และเมื่อพิจารณาปรับค่าค่าพารามิเตอร์เพียงตัวเดียว ไม่ว่าจะเป็นค่าแกมมาหรือความคมชัด โดยคงที่
อีกพารามิเตอร์หนึ่งไว้เพื่อสังเกตความเปลี่ยนแปลงในประสิทธิภาพการตรวจจับและจดจ าโดยแบ่งการ
ทดสอบเป็น 3 กรณี ได้แก่ การใช้เทคนิคที่เสนอ (Proposed Method) การใช้เทคนิคการเร ียนรู้
แบบเดิม (Traditional Method) ซึ่งไม่ได้ใช้พารามิเตอร์ Grasp Factor ที่ได้จากความต้านทานแบบ
โค้งงอขณะจับวัตถุและสุดท้ายให้ค่าคงที ่𝑔𝑓 =1 ของภาพทั้งหมดที่ใช้ในการทดสอบ (Fix all GF) ซึ่งใน
ส่วนของการปรับค่าแกมมาได้ผลดังรูปที่ 4.11  

 
รูปที่ 4.11  เปรียบเทียบผลการตรวจจับและจดจ าท่ามือจับวัตถขุณะปรับค่าแกมมา 

 จากรูปที่ 4.11 เปรียบเทียบผลการทดลองแสดงให้เห็นว่าการปรับแกมมา γ โดยการคงที่
ความคมชัด α ให้เป็น 1 ซึ่งผลการทดลองแสดงให้เห็นอย่างมีนัยส าคัญต่อประสิทธิภาพการตรวจจับ
และจดจ าภาพท่ามือจับมากกว่าการปรับค่าความคมชัด α ในรูปที่ 4.12 โดยประสิทธิการท างานลดลง
แบบเชิงเส้นตรงต่อการปรับในแต่ละ step ตามการเพิ่มค่าแกมมา γ เนื่องจากการปรับค่าแกมมาส่งผล
ต่อคุณลักษณะของภาพ ตามระดับความสว่างของค่าพิกเซลในระบบสี RGB ซึ่งมีการเปลี่ยนแปลง
มากกว่าการปรับค่าความคมชัด α อย่างไรก็ตาม ตัวพารามิเตอร์ท่ามือจับ 𝑔𝑓 ช่วยก าหนดการปรับ
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น ้าหนักของเทคนิค AGCWD ในการสร้างคุณลักษณะเฉพาะของภาพการจับแต่ละท่ามือ ซ่ึงจะท าให้
โครงข่ายประสาทคอนโวลูชัน YOLOv2 สามารถยังคงประสิทธิภาพการตรวจจับและจดจ าได้อย่างมี
นัยส าคัญ ซึ่งสังเกตได้เมื่อเปรียบเทียบกับการคงที่ค่าตัวพารามิเตอร์ท่ามือจับ 𝑔𝑓 เท่ากับ 1 ในทุก
ท่าทางของมือ โดยเทคนิคที่เสนอมีประสิทธิภาพการตรวจจับและจดจ าที่สูงกว่า นอกจากนี้ ภาพที่ผ่าน
การปรับแกมมาและความคมชัดยังคงรักษาประสิทธิภาพการตรวจจับและจดจ าได้ใกล้เคียงกับภาพใน
สภาวะความเข้มแสงสว่างในระดับปกติที่ γ =1, α=1 แม้กระทั่งทดสอบด้วยการลด α= 0.5 ดังผลการ
ทดลองปรับค่าความคมชัดในช่วง 0.5 ถึง 1 และคงที่ค่าแกมมา ในรูปที่ 4.12 

 

 
รูปที่ 4.12  เปรียบเทียบผลการตรวจจับและจดจ าท่ามือจับวัตถุขณะปรับค่าความคมชัด 

 จากผลการทดลองที่ผ่านมาเป็นการใช้ค่า IoU ≥ 0.5 ซึ่งให้เป็นผลการตรวจจับท่ามือถูกต้อง 
หรือ True Positive (TP) ในการตรวจจับท่ามือจับ แต่ถ้าพิจารณตัวแปร IoU ที่มีการปรับเปลี่ยนตั้งแต่ 
0.1 ถึง 1.0 เพื่อดูประสิทธิภาพของเทคนิคที่น าเสนอ เมื่อค่า IoU ที่ใช้ทดสอบมีค่าเพิ่มสูงขึ้น โดยจะใช้
พารามิเตอร์ False Positive, Overlap Matching และ Miss Rate ซ่ึง False Positive เป็นการตรวจจบั
ท่ามือถูกต้องแต่ได้ค่า IoU < 0.5 ส่วน Overlap Matching การซ้อนทับกันของฟ้ืนที่ท่ามือที่ตรวจจับได้
ต่อค่า mAP และสุดท้าย Miss Rate  ผลการตรวจจับท่ามือที่ผิดพลาด เมื่อมีการเพิ่มขนาดฟื้นที่ IoU
เพ่ิมข้ึน ซึ่งทั้ง 3 พารามิเตอร์ให้ผลการทดลองดังในรูปที่ 4.13-4.15 โดยไดเ้ปรียบเทียบเทคนิคที่น าเสนอ 
(Proposed Method, PM) และการใช้เทคนิคแบบเดิม (Traditional Method, TM)  
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รูปที่ 4.13  ค่า False Positive ของการตรวจจับและจดจ าท่ามือจับวัตถุ เมื่อปรับค่า IoU 
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รูปที่ 4.14  ผล Overlap Matching ของการตรวจจับและจดจ าท่ามือจับวัตถุ เมื่อปรับค่า IoU 
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รูปที่ 4.15  ค่า Miss Rate ของการตรวจจับและจดจ าท่ามือจับวัตถุ เมื่อปรับเปลี่ยนค่า IoU 

จากผลการทดลองที่ได้ปรับเปลี่ยนค่า IoU โดยมีการเปรียบเทียบเทคนิค PM และ TM พบว่า 
เมื่อเพิ่มค่า IoU ที่สูงขึ ้นจะท าให้ค่า Miss Rate สูงขึ้นตามไปด้วยหรือแปรผันตามกับค่า IoU แต่ค่า 
False Positive และ Overlap Matching จะแปรผกผันกับค่า IoU หรือ จะท าให้ผลของทั้งสองค่าลดลง
เมื่อมีการเพิ่มขนาดฟื้นที่ IoU ส่วนในระดับความเข้มแสงสว่างที่ γ =1, α=1 เทคนิคที่น าเสนอให้ผลการ
ทดลองที่ดทีี่สุด ซ่ึงจากผลการทดสอบทั้ง 3 พารามิเตอร์จะเห็นได้ว่าในระดับความเข้มแสงสว่างที่ γ =1, 
α=2 มีประสิทธิภาพต ่าที่สุด แต่เมื่อมีการปรับปรุงภาพที่ใช้ทดสอบด้วยเทคนิคที่น าเสนอจะเห็นได้ว่า 
การทดสอบที่ γ =1, α=2 ให้ผลการทดลองที ่ดีขึ ้นใกล้เคียงกับระดับ γ =1, α=1 ของเทคนิคเดิม 
โดยเฉพาะอย่างยิ่ง ค่า False Positive ในรูปที่ 4.13 ที่ระดับ γ =1, α=2 ผลการทดลองของเทคนิคที่
น าเสนอให้ผลการทดลองที่ดีกว่าระดับ γ =1, α=1 ของเทคนิคเดิม ในช่วงค่า IoU ที่ 0.4-0.8 ถึงแม้จะมี
การเพ่ิมระดับค่าแกมมาขึ้นอีก 1 Step ซึ่งผลการประเมินเปรียบเทียบทั้ง 3 พารามิเตอร์ แสดงให้เห็นว่า 
เทคนิคที่น าเสนอสามารถเพ่ิมประสิทธิภาพการตรวจจับและจดจ าท่ามือจับวัตถุไดสู้งขึ้น 

นอกจากนี้เมื่อน าผลการตรวจจับและจดจ าทดสอบกับภาพที่ได้จ าลองค่าความเข้มแสงสว่าง
ในพารามิเตอร์ต่าง ๆ ทั้งการปรับค่า 𝛾 และ α ซ่ึงหลังจากระบบรับภาพอินพุตจะท าการปรับปรุงภาพให้
มีความสว่างมากขึ ้นโดยใช้เทคนิค AGCWD โดยใช้น ้าหนักของพารามิเตอร์ GF ที่ได้จากค่าเฉลี่ย
สัญญาณการเปลี่ยนแปลงแรงดันไฟฟ้าเอาต์พุตของวงจรความต้านทานแบบโค้งงอ แล้วส่งต่อให้เทคนิค 



 
 

90 

YOLOv2 ซึ่งมีประสิทธิภาพสูงในการตรวจจับและจดจ าวัตถุในภาพ ซึ่งการทดลองจะใช้ Pretrained 
CNN ทั้งหมด 3 โมเดล คือ VGG16, ResNet 50  และ GooleNet เมื่อน าผลการตรวจจับและจดจ าท่า
มือจับวัตถุประเมินผลโดยการค านวณค่าร้อยละความถูกต้องได้ดังตารางที่ 4.6 ซึ่งเป็นผลเปรียบเทียบ
ระหว่างเทคนิคที่น าเสนอกับเทคนิคเดิมในระดับความเข้มแสงสว่างที่มีนัยส าคัญและอัตราร้อยละความ
ถูกต้องของการตรวจจับ (Accuracy rate) เป็นอีกหนึ่งพารามิเตอร์ที่แสดงให้เห็นว่าเทคนิคที่น าเสนอมี
ประสิทธิภาพดีกว่าการใช้เทคนิคเดิมเช่นกัน โดยสามารถค านวณได้ตามสมการที่ 4.4 

 

                   % Accuracy rate = 
จ านวนภาพท่ามือจับท่ีตรวจจับได้ถูกต้อง 

 จ านวนภาพท่ีทดสอบท้ังหมด 
  x 100 (4.4) 

 
  จ านวนภาพท่ามือจับที่ตรวจจับได้ถูกต้อง คือ ภาพที่ระบบสามารถตรวจจับท่ามือจับที่ใช้จับ
วัตถุชนิดต่าง ๆ ในทุกท่ามือที่ทดสอบได้ถูกต้องและมีอัตราส่วนของพ้ืนที่ที่ทับซ้อนของพ้ืนที่ที่ท านายกับ
พื้นที่จริงที่ได้ท า Label ไว้ต่อพื้นที่รวมของพื้นที่ทั้งสองมีค่ามากกว่าหรือเท่ากับ 0.5 ส่วนจ านวนภาพที่
ทดสอบทั้งหมดเป็นจ านวนภาพที่ระบบได้แบ่งมาเพื่อใช้ส าหรับการทดสอบประสิทธิภาพการตรวจจับ
และจดจ า ซึ่งเป็นส่วนที่เหลือจากใช้ในการฝึกเรียนรู้ของระบบ 
 
ตารางท่ี 4.5  เปรียบเทียบอัตราความถูกต้องของผลการตรวจจับและจดจ าท่ามือจับระหว่างเทคนิคที ่
                 น าเสนอกับเทคนิคเดิม 
 

Condition 
Proposed Method Traditional learning 

VGG16 ResNet50 GoogLeNet VGG16 ResNet50 GoogLeNet 

    γ =1, α=1 86.28 80.84 76.51 81.21 77.99 70.95 
γ =1, α=0.8 85.78 79.35 76.14 80.84 77.87 70.70 
γ =1, α=0.6 83.44 76.76   74.04 79.72 76.63 70.45 

     γ =2, α=1 75.23 64.03 69.47 70.33 70.95 66.01 
γ =2, α=0.8 69.84 60.69 67.49 69.34 69.96 65.76 

γ =2, α=0.6 58.22 53.64 59.46 69.22 69.83 65.51 

     γ =3, α=1 50.43 40.42 55.37 34.73 45.61 49.20 
γ =3, α=0.8 35.72 35.11 49.94 33.99 44.87 48.70 

γ =3, α=0.6 27.69 28.43 43.26 33.49 44.01 48.45 
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4.4 การวิเคราะห์ผลการทดสอบของอัลกอริทึมทีน่ าเสนอ 
 ผลการทดสอบการตรวจจับและจดจ าท่ามือจับวัตถุในระบบอีโก้เซ็นทริควิชั่น ซึ่งใช้เทคนิค
การท างานร่วมกันในการปรับปรุงภาพระหว่างเทคนิค AGCWD กับความต้านทานแบบโค้งงอที่ติดอยู่กับ
นิ้วโป้งในการปรับความสว่างของภาพและมีท่ามือจับวัตถุที่ใช้ในการทดลองจ านวน 18 ท่ามือ ส่วนการ
ตรวจจับและจดจ าใช ้โมเดล Pretrained CNN ทั ้งหมด 3 โมเดล คือ VGG16, ResNet 50  และ 
GooLeNet ร่วมกับโครงข่ายประสาทคอนโวลูชัน YOLOv2 ซึ่งได้ผลการทดลองในระดับความเข้มแสง
สว่างที่มีนัยส าคัญดังตารางที่ 4.6 พบว่าผลการทดลองโมเดล VGG16 ให้ผลค่า Accuracy มากที่สุดร้อย
ละ 86.28 ที่ γ =1, α=1 และรองลงมาเป็นโมเดล ResNet50 ร้อยละ 80.84 เมื่อพิจารณาค่า Accuracy 
ของผลการทดลองในแต่ละท่ามือจับพบว่า ท่ามือที่ให้ความถูกต้องสูงสุด ได้แก่ Power Sphere, Index 
Finger Extension และ Fixed Hook เนื ่องจากการจัดเรียงนิ ้วรองรับรูปร่างของวัตถุที ่จับมีความ
แตกต่างกันมาก ซึ่งผลการทดลองสามารถตรวจจับและจดจ าท่ามือเหล่านี้ได้มากกว่าร้อยละ 90 โดยมี
ผลตรวจจับและจดจ าได้อย่างดีเยี่ยมส าหรับโครงข่าย CNN ที่ใช้ส าหรับการสกัดคุณลักษณะทั้งสาม
โมเดล นอกจากนี้พบว่า ท่ามือจับซึ่งประกอบด้วย Thump 2 Finger, Precision Disk, Power Disk 
และ Lateral Tripod เป็นท่ามือที่ยากต่อการตรวจจับและจดจ าเพราะการจัดเรียงของนิ้วและรูปร่าง
ของวัตถุที่ยึดจับนั้นเหมือนกันในบางมุมมองผ่านกล้องอีโก้เซ็นทริควิชั่น แต่ด้วยพารามิเตอร์ท่ามือจับ 
GF สามารถช่วยแก้ปัญหานี้ได้ ท าให้มีความถูกต้องในการตรวจจับและจดจ าเป็นที่น่าพอใจ เนื่องจาก
ความต้านทานแบบโค้งงอที่ติดอยู่ที่นิ้วโป้งได้เพิ่มข้อมูลเกี่ยวกับการเคลื่อนไหวของนิ้วที่ใช้รองรับในการ
จับวัตถุ ซึ่งเป็นอีกหนึ่งพารามิเตอร์ที่ช่วยเพิ่มความสามารถในการแยกความแตกต่างของการจับมือวตัถุ
แต่ละท่ามือ จะเห็นได้จากประสิทธิภาพการตรวจจับและจดจ าที่เพิ่มขึ้นดังในรูปที่ 4.11 และรูปที่ 4.12 
โดยผลการทดลองในสภาวะความเข้มแสงสว่างปกติที่ γ =1 และ α =1 มีผลการตรวจจับและจดจ า โดย
ใช้ YOLOv2 ให้ประสิทธิภาพสูงมากกว่าร้อยละ 80 และมีประสิทธิภาพเพิ่มขึ้นประมาณร้อยละ 6 เมื่อ
เทียบกับเทคนิคการเรียนรู้แบบเดิม ซึ่งไม่ได้ใช้พารามิเตอร์ GF โดยเฉพาะอย่างยิ่ง Pretrained CNN 
โมเดล VGG16 ซึ่งให้ผลการตรวจจับและจดจ าท่ามือจับที่สูงสุดร้อยละ 86.28 

ส าหรับการปรับความสว่างของภาพให้มืดลงโดยการเพิ ่มค่า γ ขึ ้น 1 step จะท าให้
ความสามารถในการตรวจจับและจดจ าของระบบลดลงอย่างเร็วขึ ้น เมื ่อเทียบกับการปรับค่า α 
ตัวอย่างเช่น การทดสอบที่สภาวะ γ =2, α =1 ให้ผลการทดลองลดลงประมาณ 10% ในการเรียนรู้ของ
เทคนิคแบบเดิม แต่เทคนิคที่เสนอสามารถยังคงให้ผลการทดลองเป็นที่น่าพึงพอใจ โดยให้ค่า Accuracy 
ได้ถึงร้อยละ75 เมื่อเปรียบเทียบการลดลงของประสิทธิภาพการตรวจจับและจดจ าระหว่างการปรับ γ 
และ α จากการพิจารณา Histogram ของภาพที่ผ่านการปรับลดความคมชัดพบว่ายังมีลักษณะขนาด
ความสูงของแต่ละความสว่างใกล้เคียงกันกับภาพต้นฉบับ แต่จะเลื่อนไปทางซ้ายมากขึ้น ท าให้ภาพมืด
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ลงเท่านั้น อย่างไรก็ตาม คุณลักษณะเฉพาะของภาพนั้นยังคงคล้ายกันมากกว่าการปรับค่าแกมมา โดย
ตัวอย่างที่เห็นได้ชัดเจน คือ ที่สภาวะ γ =1, α =0.6 ผลการทดลองยังคงใกล้เคียงกับการทดลองที่
สภาวะ γ =1, α =1 นอกจากนี้ เมื่อทดลองปรับพารามิเตอร์ทั้งสองพร้อม เช่น ที่สภาวะ γ =2, α =0.8 
ผลการจดจ าของโมเดล VGG 16 ได้ประมาณร้อยละ 70 ยังคงสูงกว่าการใช้เทคนิคเรียนรู้แบบเดิม 
อย่างไรก็ตาม เมื่อ γ เพิ่มขึ้น 1 step เป็น γ =3, α =0.8 ก็พบว่า ผลกระทบของอัตราการจดจ าลดลง
อย่างรวดเร็ว จากที่กล่าวมาแสดงให้เห็นว่าเทคนิคที่เสนอให้ประสิทธิภาพการตรวจจับและจดจ าเพ่ิมขึ้น
ประมาณ 6% และท างานได้ดีที่สภาวะ γ <2 และ α >0.5 โดย Pretrained CNN โมเดล VGG16 ให้ผล
การจดจ าที่ดีที่สุดเมื่อเทียบกับ GoogLeNet และ ResNet 50 โดยให้ผลดีที่สุดร้อยละ 86.28 



บทท่ี 5 
สรุปผลการวิจัยและขอ้เสนอแนะ 

 
 ในบทนี้จะกล่าวถึงสรุปผลการวิจัยที่ท ามาทั้งหมด รวมไปถึงข้อเสนอแนะแนวทางการพัฒนา
ระบบการตรวจจับและจดจ าท่ามือจับวัตถุในระบบอีโก้เซ็นทริควิชั่นไปประยุกต์ใช้ในอนาคตต่อไป 
 

5.1 สรุปผลการวิจัย 
 งานวิจัยนี้น าเสนอระบบตรวจจับและจดจ าท่ามือจับวัตถุในระบบอีโก้เซ็นทริควิชั่นในสภาวะ
ความเข้มแสงสว่างต ่า เนื่องจากมือของมนุษย์มีการเปลี่ยนแปลงรูปร่างและเคลื่อนไหวตลอดเวลาท าให้
เป็นสิ่งที่ยากต่อการตรวจจับ เมื่อต้องตรวจจับและจดจ าท่ามือด้วยกล้อง FPV ซึ่งกล้องจะติดที่บริเวณ
ศรีษะของผู้สวมใส่ท าให้ภาพค่อนข้างมีการเคลื่อนไหวที่รวดเร็วและการเปลี่ยนแปลงความเข้มแสงสว่าง
ของสภาพแวดล้อมท าให้ประสิทธิภาพการตรวจจับมือที่ปรากฏในภาพลดลง ซ่ึงขณะใช้มือจับวัตถุมีการ
จัดเรียงนิ้วมือในการจัดการวัตถุรูปแบบต่าง ๆ ท าให้การตรวจจับและจดจ าท่ามือมีความยากล าบากมาก
ขึ้น ในงานวิจัยนี้จึงได้น าเสนอเทคนิคใหม่ในการเพ่ิมประสิทธิภาพการตรวจจับและจดจ าท่ามือในสภาวะ
ที่มีความเข้มแสงความสว่างต ่า โดยน าเสนอการท างานร่วมกันของการปรับปรุงภาพด้วยเทคนิค 
AGCWD และความต้านทานแบบโค้งงอ โดยการน าความต้านทานแบบโค้งงอไปติดบริเวณนิ้วโป้ง ซึ่งใน
แต่ละท่ามือจับมีการจัดวางนิ้วโป้งในแต่ละต าแหน่งที่แตกต่างกัน จึงสามารถน ามาใช้เป็นพารามิเตอร์ใน
การก าหนดน ้าหนักปรับปรุงภาพของเทคนิค AGCWD ซ่ึงแต่ละท่ามือมีน ้าหนักที่แตกต่างกันท าให้แต่ละ
ภาพของท่ามือจับวัตถุมีคุณลักษณะเฉพาะ หลังจากนั้นใช้การตรวจจับและจดจ าท่ามือที่ปรากฏในภาพ
ด้วยเทคนิคการเรียนรู้เชิงลึก YOLOv2 ซึ่งมีความสามารถในการท างานที่รวดเร็วและให้ประสิทธิภาพสูง
ในการตรวจจับและจดจ าวัตถุในงานคอมพิวเตอร์วิทัศน์ 
 ผลการทดลองพบว่า เทคนิคที่น าเสนอสามารถเพิ่มประสิทธิการตรวจจับและจดจ าท่ามือจับ
วัตถุภายใต้แบบจ าลองสภาวะความเข้มแสงสว่างในช่วงการปรับค่าแกมมาและความคมชัดแต่ละระดับ
ได้ดี ซึ่งผลการทดลองเมื่อเทียบกับเทคนิคเรียนรู้แบบเดิมที่ใช้เฉพาะภาพในการฝึกเรียนรู้อย่างเดียว 
พบว่า สามารถเพิ่มประสิทธิภาพการตรวจจับและจดจ าได้ประมาณ 6% และเทคนิคที่น าเสนอสามารถ
ท างานได้ดทีีค่่า γ <2 และ α >0.5 ซึ่งการใช้ Pertained CNN ทั้ง 3 โมเดล VGG16, GoogLeNet และ 
ResNet 50 ให้ผลการทดลองที่ดี โดย VGG16 ให้ผลดีที่สุดร้อยละ 86.28  
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5.2 ข้อเสนอแนะ 
 เทคนิคที่น าเสนอนี้เป็นงานวิจัยแรกทีไ่ด้น าความต้านทานแบบโค้งอมาประยุกต์ใช้ส าหรับการ
ตรวจจับและจดจ าท่ามือจับวัตถุในระบบอีโก้เซ็นทริควิชั่น ซึ่งได้ผลการทดลองเป็นอย่างดี แต่ยังมีช่วง
การท างานของ γ และ α ไม่กว้างมากนัก ซึ่งต้องมีการปรับปรุงวิธีการที่จะช่วยเพิ่มประสิทธิภาพการ
ตรวจจับและจดจ าเพื่อขยายช่วงการท างานในระดับความเข้มแสงสว่างให้กว้างขึ้น เพื่อสามารถน าไปสู่
การพัฒนาระบบไปใช้งานจริงในด้านๆ ไดต้่อไป  
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Abstract

Hand detection and gesture recognition are the active research area in the computer vision. The main purpose to develop the sign
language recognition and Human Computer Interaction (HCI). This article investigates and develops the technique to recognize 
hand posture of Thai sign language in a complex background using fusion of depth and color video. The new technology of 
sensors, such as the Microsoft Kinect, recently provides the depth video which helps researchers to find the hand position in the 
scene. This advantage is used to segment the hand sign in the color video without the environment interference such as skin color 
background. The histograms of oriented gradients are used to extract the image features of hand sign. These features are then 
pass to the artificial neural network for training and recognition. The result showed that the proposed method is robust to detect 
the hand gestures in the complex background. It provides the accuracy recognition for the Thai fingerspelling of 84.05% 
© 2016 The Authors. Published by Elsevier B.V. 
Peer-review under responsibility ofthe Organizing Committee of iEECON2016. 

Keywords:Thai Sign Language; Hand Detection; Depth Camera; Artificial Neural Network.  

1. Introduction 

The sensors technology are recently developed to operate with the real time system. This is very effective for the 
researchers and machine design. The hand detection and gesture recognition are also exploited the new technology 
of sensors to operate which based on the machine vision and human-computer interaction. The human body is non 
rigid object, it make hand shape varied with different time. This makes the challenges to a lot of research works for 
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Abstract— Hand detection is widely used for recognizing 
hand gesture which is a primary step for sign language 
recognition. With larger quantities of sensors, it can provide real-
time depth measurements such as Kinect sensor and help 
researchers find the hand position in the scene without the 
environment interference such as skin color background. The 
hand segmentation is based on depth image which is particular 
correspond to the distance from the signer’s hand to Kinect 
sensor.  This article presents a study of the performance for Thai 
sign language recognition obtained by Kinect sensor in various 
distance to find the most suitable distance for the accuracy and 
reliability. After the hand sign is detected, the histograms of 
oriented gradients will extract the image features of hand sign 
and proceed to the artificial neural network for recognizing the 
hand gestures. The result found that the recognition accuracy of 
Thai finger-spelling of Kinect sensor can work effectively in the 
distance range of 0.8 - 1.2 meter. The accuracies of recognition 
for each distance are 83.33% at 0.8m, 81.25% at 1.0m and 
72.92% at 1.2m respectively. This distance range can be 
generated the wide range of brightness in the depth image. 

Keywords—kinect sensor; depth image; hand detection; Thai 
sign language; histograms of oriented gradients. 

I.  INTRODUCTION  
The depth image contains information corresponded to the 

distance between depth of the camera and scene of the objects. 
The closer distance, the brighter the image will be. On the 
other hand, the greater distance will make the image less 
bright. The depth cameras are developed in the computer 
vision that can be applicable in sign language recognition and 
Human Computer Interaction (HCI). The monochrome CMOS 
camera and infrared structured light projector in Kinect Sensor 
is a feature for computing depth of the scene which help 
researchers to find the hand position in the scene and also able 
to locate the hand in color image due to the hand is always in 
front of the scene. 

 The objective of this article is to find the most suitable 
distance for the best accuracy and reliability to recognize the 
Thai sign language with Kinect sensor. There are previous 
researches which propose various techniques such as data 
glove and motion tracker [1], upright speed-up robust feature 
and the dynamic time warping [2]. This experiment designed 

to operate in front of the depth camera for detecting the hand 
gesture in the scene. An interesting feature of this work is the 
total absence of a learning phase in this section without the 
training data which reduce computational time comparing with 
other techniques [3-5] such as Viola-Jones detector. The 
detection is also based on the combination of color and depth 
information which used for obtaining a specific threshold that 
defines the regions of interest on the scene. The signer is 
always in foreground of the image. When the depth 
information is processed with color information, it will 
eliminate the background of color image and limbs such as 
face, arm, elbow etc. This system is durable against complex 
environment. After the signer’s hand is detected, the 
Histograms of Oriented Gradients (HOG) are used to extract 
the hand images features that algorithm provides good results 
with human and hand detection [6-7]. These features will be 
used as input for neural network to perform the database 
training and gesture recognition. 

   

II. HAND DETECTION 
There are still some difficulties for hand detection because 

human body is flexible object, thus the body actions make 
hand shape varied and deformation under different angle of 
views, varieties with the spaces and timing. The lighting 
conditions and the complex background are sensitive to skin 
color and color data. This problem has challenged a lot of 
research works for achievement of hand detection [8]. The 
paper presents hand detection method for Thai fingerspelling 
in the complicated background base on depth and color image. 

A. Kinect Sensor 
The researcher uses the Microsoft Kinect camera, with 

internal diffractive optical device and infrared laser diode, for 
generating an irregular dot pattern. The color and two mega 
pixel grayscale chip are incorporated with an infrared (IR) filter 
which determining the disparities between the emitted light 
dots and their observed position. After that, the depth of an 
object in the scene is triangulated in the condition that identity 
of an observed dot on the object must be known. The irregular 
pattern obtains better performance than uniform pattern. This 
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Abstract— This article focuses on implementation in an 
embedded system with Raspberry Pi to a standalone 
machine for controlling electronic devices which wirelessly 
controlled by a hand gesture in the complex environment 
background. This system uses the RGB camera in 
combination with Raspberry Pi, a popular device today 
due to the inexpensive price and reliable performance. The 
hand gesture detection in each frame uses the radian 
fingertip analysis technique, a new technique presented 
which does not require any data training. This technique 
provides a good robust for light effect and complex 
environment. The experiment had been tested with the 
America Sign Language fingerspelling 12 gestures, the 
results found that 90.83%. 

Keywords; hand gesture; raspberry pi; radian fingertip analysis 

I.  INTRODUCTION 

     Daily life of human beings is communicating with many 
electronic devices such as computers, mobile phones, Game 
player etc. There is communication through various channels. 
According to each device such as a mouse, keyboard, voice 
even acting. One of them is a hand gesture control that has 
received great attention due to its potential applications in 
contactless Human Computer Interaction (HCI). There is now 
one of the most important application fields of computer 
vision, the main goal to develop practical and efficient ways to 
interact with the computer without using traditional input 
devices. The human hand is a complex articulated object 
consisting of many connected parts and joints, the human hand 
motion has roughly 27 degrees of freedom [1] involved by the 
human hand detection is a challenging problem due to the 
huge intra class variation stemming from color, clothing, pose 
and appearance variations. This study aims at investigate to 
develop a real time gesture control system that enables hand 
signers to interact with electrotonic devices. This work used a 
Raspberry Pi that is a System on Chip (SoC), a design where a 
single board carries all the essential circuits like computer 
main board but the availability of features such as the General 
Purpose Input Output (GPIO) [2] pins make to programming 
to control hardware as well as driving electronic circuitry. 
Moreover, a Raspberry are small size and cheaper than using a 
depth camera with personal computer when using hand 
gestures detection. 

II. PROPOSED WORK

The hand gesture control system works by using the RGB 
camera as the master and Raspberry pi as hardware tool. The 
Raspberry Pi and camera module are used with a software 
written to detect hand of a person who show hand gestures in 
front of camera then interpret the detected command sent out to 
GPIO port. The system diagrams and algorithm of program 
working were created as Fig. 1     

Figure. 1 Graphic diagram of the main algorithm of the system 

      After starting work the Raspberry Pi 3 model B is turned 
on and the initialization to work with its protocol and data 
transmission. The camera sends start readiness messages to 
Raspberry Pi. Once the module is started, the image 
acquisition is done using Raspberry Pi Camera V2 over CSI 
port interface, the program will start capturing the video which 
image size is 640x480 pixels. This work uses the human skin 
color detection techniques along with optical flow to find the 
position and hand sign that appear in each frame. The skin 
color detection must convert images from the RGB obtained 
from the camera into the YCbCr. This space is suitable for 
finding human skin color [3] because it is resistant to changing 
the light in the surrounding environment. The optical flow, the 
calculation of light intensity changes between two consecutive 
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บทคัดยอ 

ในปจจุบันการนําระบบเซนเซอรตางๆ ไปใชเชื่อมตอขอมูลระหวางมือของมนุษยกับคอมพิวเตอรสําหรับพัฒนาระบบ
รูจําทามือยังเปนสิ่งที่ทาทาย เนื่องจากระบบเซนเซอรยังไมสามารถตอบสนองความแมนยําในการจดจําทามือที่ดีพอสําหรับ
ระบบการมองเห็นของระบบคอมพิวเตอรเพื่อนําไปใชงานควบคุมระยะไกลและการสื่อสาร ดังนั้น  งานวิจัยนี้นําเสนอการ
พัฒนาการจดจําทามือดวยถุงมือเซนเซอรแบบ 16 จุดหมุนอิสระรวมกับการโครงขายประสาทแบบคอนโวลูชัน เซนเซอรวัดคา
การโคงงอของวัตถุถูกนําไปติดตั้งตามจุดหมุนของมือมนุษยบนถุงมือจํานวน 16 จุดหมุนอิสระ เพื่อใหสามารถตรวจวัดการงอ
ของขอนิ้วมือแตละจุดในขณะใชมือจับวัตถุ วงจรสําหรับอานคาเซนเซอรแบบ 16 จุดหมุนอิสระและวงจรบัฟเฟอรแบบปรับคา 
ถูกพัฒนาขึ้นใชในงานวิจัยนี้ เพื่อทํางานรวมกับไมโครคอนโทรลเลอร Arduino Nano สําหรับบันทึกผลขอมูลสัญญาณของ
เซนเซอรแตละจุดเขาสูคอมพิวเตอร จากนั้นสัญญาณเหลานี้จะถูกแปลงเปนขอมูลภาพดวยวิธี Nearest Interpolation และ 
Color Mapping หลังจากน้ันใชเทคนิคโครงขายประสาทแบบคอนโวลูชันเพื่อจดจําทามือจับ การจับวัตถุจริงดวยทามือจับที่ใช
งานในชีวิตประจําวันดวย 20 ทามือ จํานวน 4,000 ครั้ง ถูกนํามาใชในการทดสอบถุงมือเซนเซอรที่ออกแบบ ซึ่งผลการทดลอง
พบวาระบบท่ีนําเสนอสามารถทํางานไดเปนอยางดีและมีประสิทธิภาพในการจดจํา 99.70% 
คําสําคัญ: ถุงมือเซนเซอร; การจดจําทามือจับ; ความตานทานแบบโคงงอ; โครงขายประสาทแบบคอนโวลูชัน 

ABSTRACT 

It is recently challenging to use various sensors to interface data in Human- Computer Interaction 

( HCI)  for developing hand gesture recognition systems.  However, the previous sensor system has not met 

the hand gesture recognition accuracy for the machine vision. Therefore, this article presents the 
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Abstract: Egocentric recognition is exciting computer vision research by
acquiring images and video from the first-person overview.However, an image
becomes noisy and dark under low illumination conditions, making subse-
quent hand detection tasks difficult. Thus, image enhancement is necessary
to make buried detail more visible. This article addresses the challenge of
egocentric hand grasp recognition in low light conditions by utilizing the
flex sensor and image enhancement algorithm based on adaptive gamma
correction with weighting distribution. Initially, a flex sensor is installed to
the thumb for object manipulation. The thumb placement that holds in a
different position on the object of each grasp affects the voltage changing of
the flex sensor circuit. The average voltages are used to configure theweighting
parameter to improve images in the image enhancement stage. Moreover, the
contrast and gamma function are used to adjust varies the low light condition.
These grasp images are then separated to be training and testing with pre-
trained deep neural networks as the feature extractor in YOLOv2 detection
network for the grasp recognition system. The proposed of using a flex sensor
significantly improves the grasp recognition rate in low light conditions.

Keywords: Egocentric vision; hand grasp; flex sensor; low light enhancement

1 Introduction

Hands are the priority for humans that allow us to collaborate with the matters and the
surroundings, correspond with others and carry out daily activities like dining, cleaning and dressing.
Focused on their significance, the computer vision researchers have attempted to analyze hands from
various aspects: determine the position of the hand in the image [1], analyze the hands from multiple
perspectives: localizing them in the images are investigated in any types of actions [2–4], as well
as interact with the computer and the robot [5–7]. Wearable cameras allow hands to be examined
from a first-person perspective, known as egocentric or First-Person Vision (FPV) in computer vision
[8–12], to challenge object detection and identifying activities. The essential characteristic of egocentric
vision is providing a first-person perspective of the scene by laying a forward-facing wearable camera
on the chest or head. This wearable camera offers a person-centric view and is optimally set to capture
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